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ÖZET 

Küresel iklim değiĢikliği, artan nüfus ve su kaynaklarının verimsiz kullanımı gibi 

faktörler, su kıtlığını dünya genelinde giderek büyüyen bir sorun haline getirmektedir. 

Su talebinin doğru bir Ģekilde tahmin edilmesi, su kaynaklarının sürdürülebilir yönetimi 

açısından büyük bir öneme sahiptir. Bu çalıĢmada, Kayseri iline ait içme suyu tüketim 

verileri kullanılarak, ARIMA, SARIMA ve Facebook Prophet isimli zaman serisi analiz 

yöntemleri ile su talep tahmini gerçekleĢtirilmiĢtir. ARIMA yöntemi, zaman serisi 

analizinde kullanılan geleneksel yöntemlerden olup serideki eğilim ve otokorelasyonları 

dikkate alırken, SARIMA modeli mevsimsel örüntüleri de içeren daha karmaĢık bir yapı 

sunmaktadır. Facebook Prophet ise zaman serisi analizi için kullanılan güncel 

yöntemlerdendir. Tez çalıĢması kapsamında ARIMA ve SARIMA birlikte, Facebook 

Prophet ise ayrı değerlendirilmiĢtir. Yapılan deneylerde ARIMA modelinin ani 

değiĢiklikleri yeterince yakalayamadığı, SARIMA’nın mevsimsellik ve eğilimleri iyi 

yakaladığı görülmüĢtür. Bununla birlikte Ortalama Kare Hatası (MSE) kıyaslamasında 

ARIMA’nın daha baĢarılı olduğu sonucuna ulaĢılmıĢtır. Facebook Prophet ile yapılan 

analizde ise hem yıllık hem de aylık bazda değerlendirme fırsatı elde edilmiĢtir. Yıllar 

içerisinde su tüketiminin giderek arttığı tespiti üzerine artan nüfus oranı dikkate alınarak 

su tüketimi ile nüfus arasındaki korelasyon ortaya konulmuĢtur. Elde edilen korelasyon 

değeri bize artan su talebine iliĢkin tek parametrenin artan nüfus olmadığı, tarım, 

meteoroloji vb. faktörlerin de su talebine etkisinin olabileceğini göstermektedir. Bu 

konulardaki etkilerin araĢtırılması bu tez çalıĢmasının kapsamında olmayıp, bu 

çalıĢmanın farklı çalıĢmalar için esin kaynağı olabileceği değerlendirilmektedir. 

Anahtar Kelimeler: Facebook Prophet, Kentsel Su Talep Tahmin, ARIMA, SARIMA.
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ABSTRACT 

Global climate change, increasing population, and inefficient water use are making 

water scarcity a growing problem worldwide. Accurate estimation of water demand 

is crucial for sustainable water management. This study was conducted using 

drinking water consumption data from Kayseri, and water demand was estimated 

using ARIMA, SARIMA, and Facebook Prophet, which are offline time series 

analysis methods. The ARIMA method is one of the traditional techniques used in 

time series analysis. While the ARIMA model accounts for autocorrelations in the 

data, it cannot model seasonal patterns, whereas the SARIMA model offers a more 

complex structure that includes seasonality. Facebook Prophet is one of the modern 

methods employed for time series analysis. In this study, ARIMA and SARIMA 

were evaluated together, while Facebook Prophet was evaluated separately. The 

experiments showed that the ARIMA model struggled to capture sudden changes 

effectively, while SARIMA performed well in capturing seasonality and patterns. 

However, ARIMA was found to be more successful when comparing Mean Square 

Error (MSE). The analysis with Facebook Prophet allowed for the evaluation of 

water demand on both annual and monthly scales. The relationship between water 

consumption and population was analyzed. The results revealed that the increasing 

population rate alone did not explain the gradual rise in water consumption. Other 

factors, such as agricultural production and meteorological conditions, also 

significantly influenced water demand. The results of this study provide valuable 

insights and serve as a source of inspiration for future research. 

Keywords: Facebook Prophet, Urban Water Demand Forecasting, ARIMA, 

SARIMA.  
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GĠRĠġ 

Su, insan yaĢamının sürdürülebilmesi için vazgeçilmez bir doğal kaynaktır. Tarım, 

sanayi ve enerji üretimi gibi birçok alanda hayati bir rol oynamaktadır. Ancak, 

günümüz dünyasında su kaynaklarının yönetimi, iklim değiĢikliği, hızlı nüfus artıĢı 

ve sanayileĢme gibi faktörlerin etkisiyle giderek daha karmaĢık bir hal almaktadır. 

Türkiye, coğrafi konumu ve iklim yapısıyla zengin su kaynaklarına sahip olsa da, bu 

kaynakların verimli kullanımı ve korunması konusunda ciddi zorluklar yaĢamaktadır. 

Türkiye'de su kaynaklarının verimli kullanımı, sanayi ve tarım sektörlerinin aĢırı su 

tüketimi nedeniyle tehdit altındadır. Tarımsal sulama sistemlerinin büyük bir kısmı, 

modern yöntemler yerine geleneksel yöntemlerle gerçekleĢtirildiği için su israfı söz 

konusudur. Sulama yöntemleri, suyun etkin kullanılmaması sonucunda ciddi 

kayıplara yol açmaktadır. Bu durum, hem tarım ürünlerinin verimliliğini azaltmakta 

hem de su kaynaklarının tükenmesine neden olmaktadır. 

Su kaynaklarının kirlenmesi, Türkiye'deki su krizinin bir diğer önemli boyutudur. 

Sanayi atıkları, tarım ilaçları ve evsel atıklar, su kaynaklarını kirletmekte ve su 

kalitesini düĢürmektedir. Büyük Ģehirlerin atık su yönetimi yetersiz kalmakta, temiz 

su kaynakları kirlenmektedir. Kirli su, hem insan sağlığı hem de ekosistemler için 

büyük tehditler oluĢturmakta ve su kaynaklarının kullanılamaz hale gelmesine neden 

olmaktadır. 

Türkiye'nin nüfusunun sürekli artıĢı, su talebini de önemli ölçüde artırmaktadır. 

Kentsel alanlardaki büyüme, su ihtiyacının artmasına ve mevcut kaynakların baskı 

altında kalmasına neden olmaktadır. Su talebindeki bu artıĢ, suyun yalnızca içme 

suyu olarak değil, aynı zamanda sanayi ve tarımda da kullanılmak üzere daha etkin 
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yönetilmesini zorunlu hale getirmektedir. Eğer bu eğilimler devam ederse, 

Türkiye’nin gelecekte su kıtlığı yaĢaması kaçınılmaz olacaktır [1]. 

Tüm bu sorunların üstesinden gelebilmek için suyun verimli ve ekonomik bir Ģekilde 

tüketilmesi, sürdürülebilir su yönetimi açısından büyük önem arz etmektedir. 

Sürdürülebilir su yönetimi, su kaynaklarının korunmasını, etkin kullanılmasını ve 

gelecek nesillere sağlıklı bir Ģekilde aktarılmasını amaçlamaktadır. Bu kapsamda, 

modern sulama yöntemlerinin benimsenmesi, atık su arıtma sistemlerinin 

geliĢtirilmesi ve kamu bilincinin artırılması gibi önlemler hayata geçirilmelidir. 

Ayrıca, su yönetiminde veriye dayalı karar alma süreçlerinin entegrasyonu da kritik 

bir rol oynamaktadır. Su talep tahminleri ve zaman serisi analizleri gibi yöntemler, su 

kaynaklarının daha etkili bir Ģekilde yönetilmesine yardımcı olabilir. Bu bağlamda, 

hükümetin ve ilgili kurumların sürdürülebilir su yönetimi politikalarını geliĢtirmesi, 

ülkenin su kaynaklarını korumak ve gelecekte su sıkıntısı yaĢamamak için önemlidir. 

Su kaynakları, günümüz dünyasında önemli doğal kaynaklardan biri durumundadır. 

Türkiye, su kaynaklarının verimsiz kullanımı, kirlenmesi ve artan nüfus nedeniyle 

ciddi su kıtlığı sorunlarıyla karĢı karĢıyadır [1]. Bu eğilimlerin devam etmesi 

durumunda, ülkenin gelecekte su sıkıntısı yaĢaması kuvvetle muhtemeldir. Bu 

kapsamda, suyun verimli ve ekonomik bir Ģekilde tüketilmesi, ülke genelinde 

sürdürülebilir su yönetimi için büyük önem arz etmektedir.  

Su talebinin gelecekteki eğilimlerini anlamak ve yönetilebilir hale getirmek, su 

kaynaklarının etkin kullanımını sağlamak adına önemli bir adımdır [2]. Su talebinin 

tahmini, Ģehirlerin su yönetimi politikalarının belirlenmesinden yatırım 

planlamalarına, su sistemlerinin (arıtma tesisleri, depolama, iletim ve dağıtım hatları) 

iĢletme ve yatırım maliyetlerinin hesaplanmasından fiyatlandırma ve su tasarrufu 

stratejilerinin oluĢturulmasına kadar geniĢ bir uygulama yelpazesi sunmaktadır [3]. 

Bu nedenle, su sistemlerinin planlanması, tasarlanması ve yönetimi, doğru ve 

güvenilir su talebi tahminleriyle yakından ilgilidir.  

Su talep tahmini için kullanılabilecek temel yöntemlerden bir tanesi zaman serileri 

analizidir. Zaman serileri analizi, tarihsel verilerden gelecekteki eğilimleri ve 

örüntüleri tahmin etmek için kullanılan en önemli yöntemlerden biri olarak öne 



 

 

3 

çıkmaktadır [4, 5]. Zaman serileri, belirli aralıklarla zaman içinde kaydedilen verileri 

tanımlamak için kullanılır ve bu veriler üzerinden gelecekteki eğilimleri, örüntüleri 

veya davranıĢları tahmin etmek mümkündür. Bu analiz yöntemi, ekonomi (hisse 

senedi fiyatları, enflasyon oranları), meteoroloji (sıcaklık, yağıĢ), epidemiyoloji 

(hastalık yayılması) ve mühendislik (üretim verimliliği) gibi birçok farklı alanda 

yaygın olarak kullanılmaktadır [6, 7, 8].  

Zaman serileri analizi, döngüler, eğilimler, mevsimsellikler ve rastgele etkiler gibi 

kavramları inceler ve bu analizler, gelecekteki değerleri tahmin etmek ve karar 

verme süreçlerinde kullanılan bilgiyi artırmak açısından büyük önem taĢımaktadır 

[9]. Su talebinin tahmini, mevsimsel, aylık ve haftalık örüntülerin anlaĢılması, hava 

koĢullarının etkisinin değerlendirilmesi ve kaynak yönetimi stratejilerinin 

geliĢtirilmesi gibi amaçlarla kullanılabilir.  

Zaman serileri analizi için kullanılan farklı yöntemler bulunmaktadır. AR, MA, 

Entegre Modeller ve ARIMA Modelleri gibi klasik yöntemler; ayrıca Yapay Sinir 

Ağları (YSA), Uzun – Kısa Vadeli Bellek (LSTM) ve Kapılı Tekrarlama Ünitesi 

(GRU) gibi modern yapay zekâ yaklaĢımları da literatürde yer almaktadır.  

Basit Hareketli Ortalama [9] ve Ağırlıklı Hareketli Ortalama [10] gibi yöntemler, 

zaman serilerindeki hataları azaltmak ve eğilimleri belirlemek için kullanılırken, 

ARIMA modelleri eğilimleri, mevsimsel değiĢiklikleri ve rastgele değiĢkenlikleri 

belirlemek için uygulanmaktadır [11]. YSA ise doğrusal olmayan ve karmaĢık 

iliĢkileri modelleyebilir [12].  

Son yıllarda, Facebook tarafından geliĢtirilen Prophet aracı, zaman serileri analizi 

için popüler bir seçenek haline gelmiĢtir. Facebook Prophet, zaman serilerindeki 

eğilimleri ve mevsimsellik örüntülerini otomatik olarak algılayarak kullanıcıların 

örüntüleri elle tanımlamak için harcadıkları zamanı azaltır ve analizleri daha hızlı 

yapmaktadır. Ayrıca, tatiller ve hava durumu gibi ek değiĢkenlerin de analize entegre 

edilebilmesi gibi esnek özelliklere sahiptir.  

Facebook Prophet, çeĢitli tarihsel verilerle çalıĢabilmekte ve bu verilerle ilgili 

tahminler yapabilmektedir. Bu durum Facebook Prophet’ın farklı zaman kümeleri 

için oldukça esnek ve etkili bir araç yapmaktadır [5].  
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Bu çalıĢmanın amacı, Kayseri Ģehir merkezinde içme suyu talebinin zaman serileri 

analizi kullanılarak tahmin edilmesidir. Metodoloji olarak ARIMA, Mevsimsel 

Arıma (SARIMA) ve Facebook Prophet yöntemleri kullanılan çalıĢmamızda su 

tüketim verileri Kayseri BüyükĢehir Belediyesi Su ve Kanalizasyon Ġdaresi (KASKĠ) 

Genel Müdürlüğü’nden elde edilmiĢtir. Bu çalıĢma, su tüketim eğilimlerinin yıllar 

boyunca nasıl değiĢtiğini analiz ederek, gelecekteki su talebini daha iyi anlamayı ve 

yönetmeyi hedeflemektedir. 
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BĠRĠNCĠ BÖLÜM 

TEMEL KAVRAMLAR 

Bu bölümde doğal kaynak olarak suyun önemi, su kıtlığı, suyun dikkatli yönetiminin 

ve bu kapsamda su talep tahmininin önemli konularına yer verilmiĢtir.  

1.1. Suyun Önemi 

Su, yaĢamın temel taĢlarından biridir ve hem doğal çevre hem de insan faaliyetleri 

için hayati bir kaynak olarak kabul edilmektedir. Su, insan ve diğer canlıların temel 

hayati ihtiyaçlarından biridir. Ġnsan vücudu büyük oranda su içerir ve su, hücrelerin 

sağlıklı iĢlevlerini sürdürebilmesi için gereklidir. Yeterli su alımı, vücut sıcaklığının 

düzenlenmesi, besin maddelerinin taĢınması ve atıkların atılması gibi temel iĢlevleri 

desteklemektedir. Su, bitkilerin büyümesi ve geliĢmesi için de kritik öneme sahiptir.  

 

Su, ekosistemlerin sürdürülebilirliğini sağlamak için kritik bir bileĢendir. Nehirler, 

göller ve okyanuslar, birçok canlı türüne ev sahipliği yapmaktadır. Su kaynakları, 

habitat sağlayarak biyoçeĢitliliği desteklemektedir. Ayrıca, su döngüsü, iklimin 

düzenlenmesine yardımcı olur ve doğal felaketlerin etkilerini azaltır.  

 

Tarım, dünya genelinde gıda üretimi için suya bağımlıdır. Sulama, tarım alanlarının 

verimliliğini artırmak için gereklidir. Su, bitkilerin büyümesi için gerekli olan temel 

bileĢenlerden biridir. Su kaynaklarının verimli yönetimi, gıda güvenliğini sağlamak 

ve tarımsal üretkenliği artırmak için kritik bir rol oynamaktadır.  

 

Su, sanayi süreçlerinin çoğunda, üretimden soğutma sistemlerine kadar geniĢ bir 

yelpazede kullanılmaktadır. Enerji üretimi, madencilik, gıda iĢleme ve tekstil sanayi 

gibi birçok sektörde su, temel bir girdi olarak karĢımıza çıkmaktadır.  
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Su, sadece fiziksel yaĢam için değil, aynı zamanda sosyal ve kültürel yaĢam için de 

önemlidir. Su kaynakları, insanların toplandığı, kültürel etkinliklerin yapıldığı ve 

sosyal yaĢamın sürdüğü alanlardır. Ayrıca, birçok kültürde su, yaĢamın sembolü ve 

manevi bir anlam taĢımaktadır. Suya eriĢim, sosyal adaletin ve toplumsal eĢitliğin 

sağlanmasında önemli bir faktördür [1].  

 

Ġklim değiĢikliği, su kaynakları üzerinde önemli etkiler yaratmaktadır. Artan 

sıcaklıklar, su döngüsündeki değiĢiklikler ve aĢırı hava olayları, suyun 

bulunabilirliğini ve kalitesini tehdit etmektedir. Bu nedenle, su yönetimi, iklim 

değiĢikliği ile mücadelede kritik bir öneme sahiptir.  

 

Su, hayatın sürdürülebilirliği için vazgeçilmez bir kaynak olup, ekosistem dengesi, 

tarımsal üretim, ekonomik geliĢme ve sosyal yaĢam açısından büyük bir öneme 

sahiptir. Su kaynaklarının verimli ve sürdürülebilir yönetimi, gelecekte su 

güvenliğini sağlamak ve insanlığın temel ihtiyaçlarını karĢılamak için hayati bir 

gereklilik haline gelmektedir. Bu nedenle, su kaynaklarının korunması ve yönetimi, 

hem bireyler hem de toplumlar için büyük bir sorumluluktur [2]. 

 

Su azlığı veya baĢka bir ifadeyle su kıtlığı, giderek daha fazla ülke için ciddi bir 

sorun haline gelmektedir. Bu durum, suyun dikkatli ve özenli bir Ģekilde 

yönetilmesini gerektirmektedir. Su kullanım alıĢkanlıkları ve verimli su yönetimi 

sağlamak için, mevcut kullanım durumlarının gözden geçirilmesi önemlidir. Bu 

sebeple, su sistemlerinin planlanması, tasarım ve yönetimi için doğru su talep 

tahmini önemlidir [2].  

 

Gelecekteki su talebini tahmin etmek mümkündür. Bu tahminler, su otoritelerinin 

gelecekteki su temini ve depolama ihtiyaçlarını, arıtma tesisi kapasitelerini, acil 

durum su ihtiyaçlarını, su koruma politikalarının etkilerini, su temin maliyetlerini ve 

talep yönetimi stratejilerini planlamalarına yardımcı olabilmektedir.  
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Çok sayıda su kuruluĢu, tahmin edilen nüfus sayısına kiĢi baĢına düĢen su tüketimini 

çarparak basit yöntemler kullanır [11]. Bu yöntemler, analizi yapan kiĢinin nüfus 

tahminlerinin ne kadar doğru olduğuna ve her bireyin günlük su tüketiminin ne kadar 

doğru olduğuna bağlıdır. Kentsel su temin kuruluĢları, su talebindeki değiĢimlere 

yanıt verirken maliyetleri minimize etmek için çeĢitli düzenlemeler yapmaktadırlar. 

Mevsim faktörü yani kuraklık veya yağıĢ oranı, haftalık, aylık ve günlük olarak su 

talebini etkilemektedir. Evsel, ticari ve endüstriyel faaliyetler, hava koĢulları ve tatil 

alıĢkanlıkları bu değiĢimlere katkıda bulunmaktadır. ĠĢletmeler, tüketim verileri, tatil 

günleri, haftanın günleri, önemli günler ve hava durumu gibi faktörleri dikkate alarak 

talep tahminlerini yapmaktadırlar [13]. Kurumsal yapılar, planlama sürecinde daha 

fazla bilgi ve daha iyi tahminler sağlamak için müĢteri kategorilerine göre su tüketim 

değerlerini inceler. Bu yaklaĢımlar, evsel, ticari, resmi kurumlar ve endüstriyel 

kullanıcıların dinamiklerine odaklanmaktadır.  

 

Su talep tahmini yöntemlerinin seçiminde planlama amacı, mevcut veriler ve eldeki 

veriler gibi üç temel kriter vardır. Tahmin yöntemleri, tahmin iĢlemine ayrılan 

kaynaklara, analizi yapan kiĢinin teknik bilgi ve deneyimine ve mevcut verilere 

bağlıdır [13]. Su kullanımı, temel ve mevsimsel tüketim olarak iki grup olarak 

incelenebilir. Temel tüketim, hava koĢullarından bağımsız olmak üzere toplam su 

tüketimini ifade eder ve genellikle tüketici davranıĢındaki değiĢime daha az 

duyarlıdır [14]. Mevsimsel tüketim ise hava koĢullarına karĢı hassastır ve günlük, 

haftalık ve aylık olarak değiĢir.  

 

Doğru su talep tahminleri, su hizmeti sunan kuruluĢların operasyonlarını optimize 

etmelerine ve maliyetleri düĢürmelerine yardımcı olur [1]. Enerji fiyatlarındaki 

artıĢlar, su temin kuruluĢlarının iĢlemlerini optimize etmelerini gerekli kılar. 

Gelecekteki su talebinin tahmini, ekonomik ve iklim koĢulları gibi çeĢitli faktörlere 

bağlı olarak değiĢebilir ve su talebini belirlemede önemli rol oynamaktadır. Su talep 

tahmini, suyun değerli bir kaynak olduğunu ve paylaĢımının bazen çatıĢmalara yol 

açabileceğini göstermektedir. Doğru tahminleme, su hizmeti sunan kurumlar için 

oldukça önemlidir [13]. Su kıtlığının yoğun olduğu yerlerde tahmini olarak su talebi 
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gereklidir. Birçok ülkede su kıtlığı büyük bir sorundur ve yetkililer uzun dönemli 

gerçekçi tahminlere ihtiyaç duymaktadır [1].  

 

Su talep tahminleri, su kaynaklarının verimli kullanımı ve kaybolmasını önlemek için 

gereken strateji ve planlamaların oluĢturulmasına dayanak sağlamaktadır. Kentsel 

geliĢim programlarında da su talep tahmini önemli bir rol oynamaktadır. Su 

kaynaklarının optimum kullanımı ve sürdürülebilirliği ile ilgili birçok karar, su talebi 

analizine ve tahminine dayanmaktadır [13]. 

1.2. Su Talebi 

Su talebi, belirli bir bölgede veya toplumda belirli bir zaman diliminde kullanılan su 

miktarını ifade etmektedir. Su talebinin anlaĢılması, su kaynaklarının yönetimi, 

planlaması ve sürdürülebilirliği açısından kritik bir öneme sahiptir [1].  

 

Su talebi, bireyler, tarım, sanayi ve diğer sektörler tarafından ihtiyaç duyulan su 

miktarını kapsamaktadır. Su talebi, günlük, mevsimsel ve yıllık bazda değiĢkenlik 

göstermektedir. Ayrıca, su talebi, içme suyu, sulama, sanayi kullanımı ve diğer 

çeĢitli alanlarda farklılık arz etmektedir [1]. 

 

Artan nüfus, su talebinin yükselmesine neden olmaktadır. Daha fazla insan, daha 

fazla suya ihtiyaç duyar. Tarım sektörü, su tüketiminin büyük bir kısmını 

oluĢturmaktadır. Sulama yöntemleri ve tarımsal ürünlerin türü, su talebini önemli 

ölçüde etkilemektedir. Ġklim, su talebini etkileyen en önemli unsurlardan biridir. 

Sıcak ve kuru iklimler, su ihtiyacını artırırken, soğuk ve yağıĢlı iklimler talebi 

azaltabilmektedir [13].  

 

Sanayi ve ticaret, su talebinin önemli bir kaynağıdır. Farklı sanayi kolları, suyun 

miktarını ve kullanım Ģeklini belirlemektedir. Toplumların suya karĢı olan tutumları, 

kullanım alıĢkanlıkları ve suyun değeri konusundaki inançları, su talebini etkileyen 

sosyal ve kültürel unsurlardır.  
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Su talebinin doğru bir Ģekilde analiz edilmesi ve tahmin edilmesi, su yönetimi için 

hayati öneme sahiptir [1]. Su talep tahmini geçmiĢ verileri kullanarak gelecekteki su 

talebini tahmin etmek için sıklıkla kullanılmaktadır. Tahmin yöntemi, mevsimsel 

eğilimlerin ve uzun dönemli değiĢimlerin dikkate alınmasına olanak tanımaktadır.  

 

Su talep tahmini ekonomik, demografik ve çevresel faktörleri dikkate alarak su 

talebini modellemek için kullanılmaktadır. Günümüzde, büyük veri analizi ve 

makine öğrenimi yöntemleri, su talebini tahmin etmede daha fazla kullanılmaktadır. 

Bu yöntemler, karmaĢık verilerden anlamlı kalıplar çıkarmaya yardımcı olabilir. 

 

Su talebinin doğru bir Ģekilde belirlenmesi ve yönetilmesi, su kaynaklarının 

sürdürülebilirliği açısından kritik öneme sahiptir. Su talebinin analizi, kaynakların 

verimli kullanımını sağlamak, su tasarrufu stratejileri geliĢtirmek ve su krizini 

önlemek için gereklidir. Sürdürülebilir su yönetimi, hem mevcut su kaynaklarını 

koruma hem de gelecekteki su ihtiyacını karĢılama açısından büyük bir rol 

oynamaktadır [13].  

 

Su talebi, bireyler ve toplumlar için hayati bir konudur ve su kaynaklarının yönetimi 

açısından temel bir unsurdur. Su talebini etkileyen faktörlerin anlaĢılması, su 

tüketiminin tahmin edilmesi ve sürdürülebilir su yönetimi uygulamalarının 

geliĢtirilmesi, su krizinin önlenmesi ve su kaynaklarının etkin bir Ģekilde 

kullanılabilmesi için gereklidir. Bu nedenle, su talebi, su politikalarının belirlenmesi 

ve su yönetimi stratejilerinin geliĢtirilmesi açısından önemli bir araĢtırma alanıdır 

[13]. 

 

Su talebi, bir kentin belirli bir zaman diliminde ne kadar suya ihtiyacı olduğunu ifade 

etmektedir [13]. Ayrıca, su kayıplarını da içerir. Su talebi, tüketicinin su ihtiyacı ile 

mevsimsel ve iklimsel değiĢkenler gibi açıklayıcı değiĢkenler arasındaki fonksiyonel 

bir iliĢki olarak tanımlanabilir [1]. Bu durumda, su talebi ile bahsi geçen değiĢkenler 

arasında düzenli nicel iliĢkiler bulunmaktadır. 
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Su talebini etkileyen değiĢkenler genellikle iklimsel ve sosyo-ekonomik faktörler 

olarak ikiye ayrılır. Ġklimsel faktörler, su talebi üzerinde dönemsel mevsimsel 

değiĢimlere neden olurken, sosyal ve ekonomik faktörler uzun vadeli etkiler 

oluĢturmaktadır [1].  

 

Su ihtiyacı, dağıtım Ģebekesindeki kaçak seviyesi ve hizmet verilen alandaki 

tüketicilerin türü ve sayısına bağlıdır [15]. Bu nedenle, su talebi genellikle ardıĢık 

gün ve haftalar arasında benzerlikler gösterir ve döngüsel bir model sergilemektedir.  

 

Su temini, fiziksel hidroloji kuralları ve mühendislik prensipleri kullanılarak 

yönetilebilir. Ancak suya olan ihtiyaç, insanların ihtiyaçları ve davranıĢlarına bağlı 

bir faktördür [16]. Su yönetimi ile ilgilenen kuruluĢlar ve yöneticiler genellikle 

toplam sistem değerlerine ve bunların nasıl hareket ettiğine odaklanmaktadır [1]. 

 

Su talebi tahminleme üzerine yapılan incelemeler, genel olarak kısa, orta ve uzun 

vadeli olmak üzere üç grupta yapılmaktadır. Bu tahminler genellikle güvenilirlik 

seviyelerine, kullanım amaçlarına ve tahmin modelinin tipine göre değiĢmektedir. 

Mevcut su temin sistemlerinin iyi çalıĢması ve yönetimi için kısa dönem tahminleri 

gereklidir [1].  

 

Uzun dönem tahminleri ise su sistemlerinin planlanması, tasarımı ve kaynak 

yönetimi için kritik bir rol oynar. Kısa dönem tahminleri, genellikle mevcut su 

altyapılarının günlük operasyonlarının optimize edilmesine odaklanmaktadır. Bu 

tahminler, günlük değiĢkenliklere ve hava koĢullarına bağlı olarak su talebinin nasıl 

değiĢeceğini öngörmeye yardımcı olur [15].  

 

Öte yandan, uzun dönem tahminleri, gelecekteki su ihtiyaçlarını planlamak ve su 

sistemlerinin gelecekteki gereksinimlerine uygun olarak geliĢtirilmesine rehberlik 

etmek için kullanılmaktadır. Ancak, su talep tahminlerinin baĢarılı olması için, 

ekonomi, nüfus, iklim ve tüketici davranıĢlarının eğilimleri gibi birçok faktörü aynı 

anda dikkate alması gerekmektedir [13]. Bu faktörlerin etkileĢimi, tahminlerin 

doğruluğunu etkileyebilir ve istenen sonuçları elde etmek bazen zor olabilmektedir. 
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Su hizmeti sunan kuruluĢlar genellikle uzun dönemli tahmin modellerini kullanarak 

gelecekteki su ihtiyaçlarını planlanmaktadır.  

 

Ancak, su temin sistemlerinin baskı altında olması nedeniyle, kuruluĢlar mevcut 

sistemleri optimize etmek zorundadırlar. Su talebi tahminlerinin geliĢtirilmesi, pahalı 

tesislerin tasarımından kaçınmak için çok önemlidir [15]. Bu tahminler, su talebinin 

en yüksek olduğu zamanlarda su temininin nasıl karĢılanacağını belirlemeye 

yardımcı olmaktadır. 
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ĠKĠNCĠ BÖLÜM 

LĠTERATÜR TARAMASI 

Kentsel su talep tahmini, Ģehirlerin su kaynaklarını etkin bir Ģekilde yönetebilmek 

için kritik bir bileĢendir. Su talep tahmini, çeĢitli faktörlere bağlı olarak değiĢiklik 

gösteren dinamik bir süreçtir. Bu süreçte kullanılan modeller ve yöntemler, kentsel 

altyapı planlamasında önemli rol oynar. Literatürde, kentsel su talep tahminine 

yönelik çeĢitli yaklaĢımlar ve metodolojiler geliĢtirildiği görülmektedir [15]. 

Su talebini tahmin etmek için kullanılan yöntemlerden birisi de zaman serisi 

analizidir [3, 17]. Zaman serisi analizi vasıtasıyla, geçmiĢ verileri kullanarak 

gelecekteki eğilimler tahmin edilebilmektedir. Su talebinin zaman içinde nasıl 

değiĢtiğini anlamak ve bu değiĢimleri modellemek için geçmiĢ verilerin analizi bu 

analizin bir parçasıdır. 

Zaman serisi analiz yöntemleri, eğilimler, mevsimsellik ve rastgele dalgalanmalar 

gibi faktörleri dikkate alarak su talebinin gelecekteki değiĢikliklerini tahmin etmeye 

yardımcı olur. Su talebi tahmininde bu tür bir analizin kullanılması, su kaynaklarının 

planlanmasında ve yönetiminde daha doğru kararlar alınmasına olanak tanımaktadır. 

Zaman serisi analizi, uzun vadeli planlamalarda su kaynaklarının sürdürülebilir 

kullanımı için stratejik bir araç olarak öne çıkmaktadır. Bu nedenle, bu çalıĢma su 

talebini tahmin etmek için zaman serilerini incelemeye odaklanmıĢtır. 

Verilerin belirli bir zaman diliminde, genellikle eĢit aralıklarla toplandığı sıralı bir 

dizi, zaman serisi olarak bilinmektedir. Zaman serisi analizi finans, mühendislik, 

meteoroloji vs gibi çeĢitli alanlarda, geçmiĢteki verilere istinaden gelecekteki 

eğilimleri öngörmeyi amaçlamaktadır [6, 7, 8]. 
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Zaman serisi verilerini anlamak, yorumlamak ve modellemek için kullanılan 

yöntemler, zaman serisi analizi olarak bilinmektedir. Analiz yöntemleriyle, 

verilerdeki eğilimler, mevsimsellikler, döngüler ve rastgele değiĢimler tanımlanarak 

gelecekteki olaylar tahmin edilebilmektedir. Bu analiz, geçmiĢ verilerin gelecekte 

nasıl ilerleyeceğini tahmin etmek için çeĢitli istatistiksel modelleri ve teknikleri 

kullanmaktadır. Zaman serisi analizi ile tahminleme ve uzun vadeli planlar 

konusunda verimli sonuçlar elde edilebilmektedir [17]. Zaman serisi analizi için 

birçok farklı yöntem bulunmaktadır. ARIMA modeli, en yaygın kullanılan 

modellerden biridir. 

Demografik değiĢkenler, su talep tahmininde önemli bir rol oynar. Nüfus artıĢı, 

yerleĢim yoğunluğu ve yaĢ gruplarının su tüketim alıĢkanlıkları gibi faktörler, su 

talebini etkileyen baĢlıca değiĢkenlerdir [13, 19, 20]. ġehirlerin büyüme hızına bağlı 

olarak, bu faktörlerin dikkate alınması, tahminlerin doğruluğunu artırabilir. 

Ġklim değiĢikliği ve çevresel faktörler, su talebinde önemli değiĢikliklere neden 

olabilmektedir. Sıcaklık artıĢı ve yağıĢ miktarındaki değiĢimler, su talebini doğrudan 

etkileyen faktörlerdir [13, 19]. Ġklim değiĢikliği senaryolarını dikkate almak, su talep 

tahmin modellerinin daha doğru sonuçlar vermesini sağlayabilmektedir. 

Ekonomik büyüme, gelir düzeyi ve sosyal alıĢkanlıklar da su talebini etkileyen 

önemli faktörlerdir. Su fiyatları, ekonomik geliĢmeler ve sosyal davranıĢ 

değiĢiklikleri, su kullanım alıĢkanlıklarını doğrudan etkileyebilmektedir [13, 19]. Bu 

faktörlerin tahmin modellerine dahil edilmesi, daha kapsamlı ve güvenilir tahminler 

yapılmasını sağlamaktadır. 

Makine öğrenimi teknikleri, LSTM gibi tekrarlayan sinir ağları (Recurrent Neural 

Network) için zaman serisi analizinde giderek daha yaygın hale gelmiĢtir. Zaman 

serilerinde doğrusal olmayan ve karmaĢık iliĢkiler, YSA tarafından modellenebilir 

[12]. Zaman serileri olmak üzere ardıĢık verileri iĢleyen LSTM, uzun vadeli 

bağımlılıkları korumak ve kısa vadeli girdilerin kaybını önlemek için 

kullanılmaktadır [21]. 

Sorunun analiz amacına ve zaman serisinin özelliklerine bağlı olarak seçilecek 

modeller farklı olduğu görülmektedir. Bu teknikler, zaman serisi verilerinin çeĢitli 
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özelliklerini modelleyerek gelecekte meydana gelecek olayların tahmininde daha 

isabetleri tahminlerin yapılmasını sağlamaktadır. 

Son yıllarda makine öğrenimi teknikleri, su talep tahmininde dikkate değer bir yer 

edinmiĢtir. YSA ve destek vektör makineleri gibi yöntemler, karmaĢık iliĢkileri 

modelleyebilme kapasiteleri sayesinde yüksek doğruluk ve baĢarı oranları 

sağlamaktadır [14]. Makine öğrenimi yöntemleri, büyük veri kümeleri ve dinamik 

değiĢkenler ile baĢa çıkabilme yeteneği sayesinde geleneksel yöntemlerle 

kıyaslandığında üstün performans sergileyebilmektedir. 

Zaman serisi için en çok kullanılan yöntemlerden olan ARIMA, önceki verilere 

dayalı bir model kullanarak zaman serisinde eğilim, mevsimsellik ve rastgele 

değiĢimleri yakalamaktadır. Mevsimsel örüntüleri dikkate alan SARIMA modeli, 

mevsimsel özellikleri gösteren veriler için kullanılmaktadır. ARIMA, zaman serisi 

verilerinde eğilim ve otokorelasyonu modellerken, SARIMA mevsimsel örüntüleri 

de modellemektedir [14].  

Zaman serisi analizinde ARIMA ve SARIMA yöntemlerinin sıklıkla tercih 

edilmesinin en önemli nedeni, bu yöntemlerin veri kümelerindeki otokorelasyon, 

eğilim ve mevsimsellik gibi özellikleri yakalamada son derece etkili olmasıdır [22].  

ARIMA modeli, bir zaman serisinde belirgin bir eğilim veya otokorelasyon 

olduğunda gelecekteki değerleri tahmin etmek için güçlü bir araçtır. Bu model, fark 

alma iĢlemi aracılığıyla verilerin durağan hale getirilmesi için otoregresif ve hareketli 

ortalama bileĢenlerini birleĢtirerek doğru tahminler yapabilmektedir [22].  

SARIMA modeli ise ARIMA'nın bir uzantısı olarak mevsimsel bileĢenleri de dikkate 

almaktadır. Bu yöntem, veri kümelerinde mevsimsel örüntülerin belirgin olduğu 

durumlarda, yıl içinde tekrarlanan değiĢiklikler söz konusu olduğunda tahminlerin 

daha doğru olmasını sağlamaktadır [22].  

Her iki model de parametre ayarlamaları konusunda esnektir, böylelikle verilerin en 

iyi Ģekilde modellenmesi sağlanmaktadır. Bu nedenle ARIMA ve SARIMA 

yöntemleri, zaman serisi tahminlerinde güvenilir ve yaygın olarak kullanılan 

tekniklerdir. ARIMA ve SARIMA yöntemlerinin su talep tahminindeki baĢarısının 
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yanısıra meteoroloji hava tahminleri, trafik yoğunluk tahmini, pazarlama analizi, 

finansal analiz gibi birçok alanda sonuçlarına güvenilerek yoğun bir biçimde 

baĢvurulan yöntemlerdir. Bu alanlardaki tahmin baĢarısından dolayı, ARIMA ve 

SARIMA çalıĢma kapsamında tercih edilen yöntemlerden olmuĢtur. 

Ristow ve arkadaĢlarının yapmıĢ olduğu çalıĢmada, Güney Brezilya'daki bir 

bölgedeki su talebini tahmin etmek için zaman serisi analizi kullanmayı 

amaçlamaktadır. AraĢtırma, su talep tahmininin önemini incelemektedir ve bu 

tahminlerin su yönetimi ve sürdürülebilirlik açısından önemli olduğunu 

belirtmektedir. ARIMA modelinin su talep tahminindeki performansı, genellikle 

belirli istatistiksel ölçütler ile değerlendirilmiĢtir. Bu ölçütler arasında MSE, MAE ve 

MAPE gibi kriterler bulunmaktadır. ÇalıĢmada ARIMA modelinin bu ölçütler 

açısından baĢarı sağladığı görülmüĢtür. ARIMA modelinin uygulanabilmesi için 

verilerin uygun olması gerektiği belirtilmiĢtir. ARIMA modelinin, su talebinin 

gelecekteki değerlerini tahmin etmede yüksek doğruluk oranları sağladığı 

bildirilmiĢtir. GeçmiĢ verilerden elde edilen tahminlerin, gerçek su tüketim değerleri 

ile yakınlık gösterdiği gözlemlenmiĢtir [23]. 

Son yıllarda, Facebook'un geliĢtirdiği Prophet adlı zaman serisi tahmin aracı, bu 

alanda dikkat çeken bir yöntem olarak öne çıkmıĢtır. Facebook Prophet, 2017 yılında 

Facebook tarafından geliĢtirilen ve zaman serisi verilerini analiz etmek için 

kullanılan açık kaynaklı bir kütüphanedir. Facebook Prophet, mevsimsel 

değiĢiklikleri, tatil etkilerini ve eğilimleri dikkate alarak uzun dönemli tahminler 

yapabilme yeteneğine sahiptir. Bu yöntem, karmaĢık ve düzensiz zaman serisi 

verilerinin analizinde baĢarılı sonuçlar almak üzere tasarlanmıĢtır. Facebook Prophet, 

hem yıllık hem de haftalık mevsimsel etkileri modelleyebilmektedir. Ayrıca, 

Facebook Prophet uzun dönemli eğilimleri de dikkate almaktadır. Özel günlerin ve 

tatillerin etkilerini tahminlere dahil edebilmektedir. ÇeĢitli eğilim değiĢimleri ve 

anormal verilerle çalıĢma imkânı sağlayabilmektedir [5, 24].  

Taylor ve Letham tarafından gerçekleĢtirilen çalıĢmada Facebook Prophet’in zaman 

serisi tahminlerinde genel performansı incelenmiĢtir. Bu çalıĢma, Facebook 

Prophet'in zaman serisi tahminlerindeki genel performansını ayrıntılı bir Ģekilde 

incelemektedir. ÇalıĢmada, Facebook Prophet’in zaman serisi verilerindeki 
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mevsimsel etkilerini baĢarılı bir Ģekilde yakaladığı belirtilmektedir. Facebook 

Prophet, kullanıcıların veri kümelerini kolayca özelleĢtirmelerine olanak 

tanımaktadır. Bu durum ticaret verileri gibi tatil etkilerinin önemli olduğu 

durumlarda kullanıĢlıdır. Ayrıca, Facebook Prophet’in hiperparametre ayarlarının 

kolayca yapılabilmesi ve modelin anlaĢılır sonuçlar vermesi, modelin pratik 

kullanımını desteklemektedir [5].  

Bir diğer çalıĢmada Facebook Prophet’in su arz sistemleri için talep tahminlerinde 

nasıl bir performans sergilediği ele alınmıĢtır. Bu çalıĢmada Facebook Prophet’in 

zaman serisi verilerindeki mevsimselliği, eğilimleri ve tatil etkilerini etkili bir Ģekilde 

modelleme kapasitesi öne çıkmıĢtır. Facebook Prophet’in bu özellikleri, su talep 

tahminlerinde kullanılan diğer yöntemlerle karĢılaĢtırıldığında performansı yüksek 

bir seçenek olarak değerlendirilmiĢtir. Facebook Prophet’in su talep tahminleri için 

uygulanabilirliği, büyük veri kümeleri ve uzun zaman dilimleri içeren veri 

kümelerinde test edilmiĢtir. Facebook Prophet’in kullanımı, çeĢitli su yönetim 

sistemlerinde baĢarılı sonuçlar vermiĢtir. ÇalıĢma, Facebook Prophet’in su talebi 

verilerinde öngörülen eğilimler ve mevsimsel değiĢiklikler açısından sağladığı netlik 

ve doğruluğu incelenmiĢtir. Bununla birlikte, modelin bazı durumlarda karmaĢık 

mevsimsel değiĢiklikleri ya da ani talep değiĢimlerini yakalamada zorluk 

çekebileceği belirtilmiĢtir [24].  

BaĢka bir çalıĢmada Facebook Prophet, su talebi tahminlerinde genellikle etkili bir 

performans sergilemiĢtir. Model, zaman serisi verilerindeki mevsimselliği, eğilimleri 

ve tatil etkilerini dikkate alarak öngörülerde bulunmaktadır. Bu özellikleri sayesinde, 

su talebindeki dönemsel değiĢiklikleri ve uzun vadeli eğilimleri baĢarılı bir Ģekilde 

yakalayabilmektedir. Facebook Prophet, Ģehir su talebi verileri üzerinde uygulanmıĢ 

ve veri kümelerindeki mevsimsel varyasyonları, eğilimleri ve özel olayları (tatil 

günleri) baĢarılı bir Ģekilde modelleyebilmiĢtir. Model, genellikle su talep 

eğilimlerini doğru bir Ģekilde tahmin ederken, bazı durumlarda tahmin doğruluğunu 

artırmak için hiperparametre ayarlarının yapılması gerekmektedir. Facebook Prophet, 

Ģehir su talebi tahminleri için uygun bir araç olarak değerlendirilmiĢtir. Veri 

kümesinin büyüklüğü, karmaĢıklığı ve tahmin süresi, Facebook Prophet’in etkinliğini 

etkileyen faktörler arasında yer almaktadır. Facebook Prophet, kentsel su talep 
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tahmini için etkili bir araç olarak öne çıkmaktadır. Facebook Prophet mevsimsel 

etkiler, tatil günleri ve değiĢimlerini baĢarılı bir Ģekilde modelleyebilmesi, yönüyle 

kentsel su talep tahmini alanında sağlıklı sonuçlar vermektedir [14].  

Farklı bir çalıĢmada Melburn Ģehrinde günlük kentsel su talebinin tahmin edilmesi 

incelenmektedir. AraĢtırmanın amacı, Melburn'daki günlük su talebini doğru bir 

Ģekilde tahmin eden bir model geliĢtirmektir. ÇalıĢmada, Melburn'daki su talebine 

iliĢkin veriler kullanılmıĢtır. Bu veriler, su tüketim verileri ve meteorolojik faktörler 

gibi çeĢitli değiĢkenleri içermektedir. ÇalıĢmada, ARIMA Facebook Prophet, LSTM 

gibi makine öğrenimi yöntemleri de değerlendirilmiĢtir. Sonuçlar, Facebook 

Prophet'in ve diğer modern yöntemlerin, özellikle mevsimsel ve trendli verilerle baĢa 

çıkmada geleneksel yöntemlere göre daha iyi performans gösterdiğini ortaya 

koymuĢtur [21]. 

Bir diğer çalıĢma, kentsel su talebinin tahmininde geleneksel ve yumuĢak hesaplama 

tekniklerinin karĢılaĢtırılmasını içermektedir. AraĢtırmanın amacı, kentsel su talebini 

tahmin etmek için kullanılan farklı yöntemlerin etkinliğini değerlendirmektir. 

ÇalıĢmada, su talebini tahmin etmek için kullanılan geleneksel yöntemler (ARIMA, 

regresyon analizleri) ile yumuĢak hesaplama teknikleri (YSA, genetik algoritmalar, 

bulanık mantık) arasında bir karĢılaĢtırma yapılmıĢtır. ÇalıĢma, belirli bir kentsel 

alanın su talebi verilerini kullanarak çeĢitli yöntemlerin performansını 

değerlendirmiĢtir. Veriler, su tüketimi ve ilgili çevresel faktörleri içermektedir. 

Sonuçlar, yumuĢak hesaplama tekniklerinin, özellikle karmaĢık ve değiĢken su talep 

kalıplarını modelleme konusunda daha iyi performans gösterdiğini ortaya koymuĢtur. 

Geleneksel yöntemler bazı durumlarda yeterli olsa da, yumuĢak hesaplama teknikleri 

daha yüksek doğruluk oranları sağlamaktadır [19]. 

Bir diğer çalıĢma Ġstanbul'daki su talebini tahmin etmek amacıyla YSA kullanarak 

bir model geliĢtirmeyi ve bu modelin optimizasyonunu Rao algoritmaları ile 

gerçekleĢtirmeyi amaçlamaktadır. Ġstanbul gibi büyük ve hızlı büyüyen bir Ģehirde su 

talebinin doğru bir Ģekilde tahmin edilmesi, su yönetimi ve altyapı planlaması için 

kritik öneme sahiptir. Bu veriler genellikle geçmiĢ su tüketim miktarları, iklim 

verileri, nüfus artıĢı ve diğer sosyoekonomik faktörlerden oluĢmaktadır. YSA 

modeli, belirli bir mimari ile (örneğin, katman sayısı ve nöron sayısı) 
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oluĢturulmuĢtur. Rao algoritmaları, YSA parametrelerini optimize etmek için 

kullanılmıĢtır. Bu süreç, modelin öğrenme sürecini hızlandırmak ve tahmin 

doğruluğunu artırmak amacıyla gerçekleĢtirilmiĢtir. Modelin tahmin performansı, 

ARIMA ile karĢılaĢtırıldığında genellikle daha üstün sonuçlar vermiĢtir. Rao 

algoritmaları ile yapılan optimizasyonun, modelin doğruluğunu önemli ölçüde 

artırdığı görülmüĢtür [20].  

BaĢka bir çalıĢmada, Ġstanbul’un su talebini tahmin etmek için ARIMA modeli 

geliĢtirilmiĢtir. Modelin oluĢturulmasında geçmiĢ su tüketim verileri, mevsimsel 

değiĢiklikler ve diğer etkileyen faktörler dikkate alınmıĢtır. SARIMA modelinin 

uygulanabilmesi için geniĢ bir veri kümesi kullanılmıĢtır. Bu veri kümesi, geçmiĢ 

yıllara ait su tüketim miktarlarını, iklim verilerini (yağıĢ, sıcaklık vb.) ve nüfus 

artıĢını içermektedir. ARIMA modelinin etkinliği için verilerin uygun hale 

getirilmesi gerekmiĢtir. Bu aĢamada, verilerdeki trend ve mevsimsellik ele alınarak 

gerekli dönüĢümler yapılmıĢtır. ARIMA modelinin tahmin sonuçları, belirli 

istatistiksel kriterler (MAPE, MAE gibi) kullanılarak değerlendirilmiĢtir. ARIMA 

modelinin, daha iyi sonuçlar verdiği ancak mevsimsel etkilerin belirgin olduğu 

durumlarda SARIMA gibi modellerin daha üstün olabileceği görülmüĢtür [25].  

Bir diğer çalıĢma kentsel alanlarda su talebinin kısa vadeli tahmini için derin 

öğrenme tekniklerini kullanan yenilikçi bir model geliĢtirmeyi amaçlamaktadır. 

ÇalıĢmada önerilen hibrit model, derin öğrenme mimarileri (LSTM, konvolüsyonel 

sinir ağları - CNN) ve geleneksel istatistiksel yöntemlerin bir kombinasyonunu 

içermektedir. ÇalıĢmada, su talebini etkileyen çeĢitli faktörler (geçmiĢ su tüketimi, 

hava durumu verileri, sosyal faktörler vb.) içeren geniĢ bir veri kümesi 

kullanılmaktadır. Modelin tahmin performansı, MSE ve MAE gibi kriterlerle 

ölçülmüĢtür. ÇalıĢmanın sonuçları, hibrit çok kanallı modelin kısa vadeli su talep 

tahmininde yüksek doğruluk sağladığını göstermektedir. Model, geleneksel 

yöntemlerle karĢılaĢtırıldığında daha iyi sonuçlar elde etmiĢtir [26]. 

Bir diğer çalıĢmada zaman serisi verilerinin tahmininde SARIMA ve LSTM 

modellerinin karĢılaĢtırmalı analizi yapılmıĢtır. ÇalıĢma, zaman serisi verilerinin 

(hava durumu, ekonomik göstergeler, su talebi vb.) doğru bir Ģekilde tahmin edilmesi 

üzerine odaklanmaktadır. Verilerin uygun hale getirilmesi için fark alma ve 
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normalizasyon gibi ön iĢlemler yapılmıĢtır. SARIMA modeli, zaman serisi 

verilerindeki mevsimsel ve uzun dönemli eğilimleri yakalamak için geliĢtirilmiĢtir. 

Modelin performansı, çeĢitli tahmin kriterleri (MAPE ve MAE) ile 

değerlendirilmiĢtir. LSTM, birden fazla katman ve nöron kullanarak tasarlanmıĢtır. 

Eğitim sürecinde, geçmiĢ verilerin LSTM katmanlarına beslenmesi sağlanmıĢtır. 

SARIMA'nın, daha basit ve düzenlenmiĢ zaman serisi verileri için daha uygun 

olduğu bulunmuĢtur. SARIMA modeli, mevsimsel bileĢenlerin belirgin olduğu 

zaman serisi verileri için etkili bir tahmin aracı olarak değerlendirilmektedir [27]. 

Farklı bir çalıĢma incelendiğinde kentsel alanlarda su tüketim verilerinin tahmin 

edilmesi amacıyla derin sinir ağları yöntemlerinin kullanıldığı bir araĢtırma 

karĢımıza çıkmaktadır. Bu veriler, belirli bir zaman diliminde (günlük, haftalık, vb.) 

toplanmıĢ ve analiz edilmiĢtir. Veriler, mevsimsel eğilimler, hava durumu, tatil 

günleri gibi faktörlerle zenginleĢtirilmiĢtir. Model, geçmiĢ su tüketim verilerini girdi 

olarak alarak gelecekteki su tüketimini tahmin edecek Ģekilde eğitilmiĢtir. Modelin 

sonuçları, geleneksel istatistiksel yöntemlerle karĢılaĢtırılmıĢ ve derin sinir ağlarının 

daha iyi performans gösterdiği Ģeklinde görülmüĢtür. Su tüketimini etkileyen 

mevsimsel değiĢimler, hava durumu gibi faktörlerin analizi, modelin tahmin 

baĢarısını artırmada önemli bir rol oynamıĢtır [28]. 

BaĢka bir çalıĢmada, 24 saatlik su talep tahmininin SARIMA ve SVM yöntemleri 

kullanılarak gerçekleĢtirilmesine odaklanan bir araĢtırmadır. ÇalıĢmanın temel 

amacı, bir gün içinde su talebinin doğru bir Ģekilde tahmin edilmesidir. Kısa vadeli 

su talep tahmini, su kaynaklarının yönetiminde ve planlamasında kritik bir rol 

oynamaktadır. SARIMA ve SVM modellerinin etkinliğini karĢılaĢtırarak, hangi 

modelin belirli veri kümeleri için daha uygun olduğunu belirlemek hedeflenmiĢtir. 

SARIMA modeli, zaman serisi verilerini mevsimsel ve eğilim bileĢenlerine ayırarak 

analiz etmektedir. SVM, regresyon analizi için kullanılan bir makine öğrenimi 

tekniğidir. Model performansı, MSE ve MAE ile değerlendirilmiĢtir. ÇalıĢma, her iki 

modelin tahmin performansını karĢılaĢtırmıĢ ve SVM modelinin SARIMA modeline 

göre daha yüksek doğruluk sağladığını göstermiĢtir. SVM, karmaĢık verilerde daha 

iyi sonuçlar elde etmiĢtir [29]. 
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Facebook Prophet’in kullanıldığı bir baĢka çalıĢmada enerji tüketimini tahmin etmek 

için Facebook Prophet ve LSTM algoritmalarını kullanan çok değiĢkenli zaman 

serisi çalıĢmasının incelendiğinde enerji tüketimini tahmin etmek amacıyla, 

mevsimsel ve diğer faktörlerin etkisini dikkate almaktadır. Facebook Prophet ile 

Kapılı Tekrarlama Ünitesi (RMSE) değeri 15.2, Ortalama Mutlak Hata (MAE) 

değeri ise 12.3 olarak tespit edilmiĢtir. LSTM ile RMSE değeri 10.5, MAE değeri 8.4 

olarak tespit edilmiĢtir. Sonuçlar incelendiğinde LSTM genellikle daha iyi tahmin 

sonuçları sağladığı görülmüĢtür. Facebook Prophet, mevsimsel etkileri hızlı bir 

Ģekilde yakalamıĢtır [30]. 

Bir diğer çalıĢma, Ģehirlerde su talebinin zaman içinde nasıl değiĢtiğini anlamak ve 

bu talebi tahmin etmek için kullanılan yöntemleri ve araçları ele alır. Su talebini 

doğru bir Ģekilde öngörebilmek, belediyeler için su kaynaklarını verimli bir Ģekilde 

yönetmek açısından oldukça önemlidir. ÇalıĢma, uzun vadeli tahminlerde 

belirsizliğin arttığını ve dıĢ faktörlerin (nüfus artıĢı, ekonomik geliĢmeler, iklim 

değiĢiklikleri) tahminleri zorlaĢtırabileceğini belirtmiĢtir. Bu nedenle, su talebi 

tahminlerinin düzenli olarak gözden geçirilmesi ve yeni verilere göre güncellenmesi 

gerektiği sonucuna varılmıĢtır [31].  

Farklı bir çalıĢmada ARIMA modeli, Las Vegas lokasyonundaki su talebini 

meteorolojik faktörlerle iliĢkilendirerek tahmin etmek amacıyla kullanılmıĢtır. 

ARIMA modeli, su talebini geçmiĢ veriler ve meteorolojik faktörlerle (sıcaklık, 

yağıĢ) baĢarılı bir Ģekilde öngörmüĢtür. ARIMA modeli, su talebinin tarihsel 

kalıplarını ve eğilimlerini kullanarak kısa vadeli tahminler yapmada etkili olmuĢtur. 

Yaz aylarında sıcaklıkta meydana gelen talep artıĢları, ARIMA modelinde doğru bir 

Ģekilde tahmin edilebilmiĢtir. Ayrıca, düĢük yağıĢ dönemlerinde su talebinin arttığı, 

yağıĢlı dönemlerde ise talebin azaldığı belirlenmiĢtir. SARIMA modeli, su 

talebindeki yıllık mevsimsel dalgalanmaları daha iyi yakalayarak, yaz ve kıĢ 

aylarındaki talep farklarını daha net bir Ģekilde göstermiĢtir. ARIMA modeli, kısa 

vadeli tahminlerde oldukça baĢarılı olmasına rağmen, uzun vadeli tahminlerde 

performans beklenenin altında kalmıĢtır. Mevsimsel bileĢenlerin dahil edilmesiyle 

SARIMA yöntemi dalgalanmalarını daha doğru tahmin edilmiĢtir. Bu sonuçlar, su 
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talebi tahmininin meteorolojik faktörlerle desteklenmesi gerektiğini ve kısa vadeli 

planlamalar için ARIMA gibi modellerin uygun olduğunu göstermektedir [32]. 

Farklı bir çalıĢmada ARIMA ve SARIMA modelleri, su talebi tahmini amacıyla 

kullanılmıĢtır. Bu modellerin parametreleri Harmony Search algoritması ile optimize 

edilmiĢtir. Bu modeller, zaman serisi verilerindeki eğilimleri ve mevsimsel 

dalgalanmaları yakalamak için kullanılmıĢtır. ARIMA modeli, su talebi zaman 

serisinin kısa vadeli tahminlerinde genel olarak etkili sonuçlar vermiĢtir. Ancak, 

mevsimsel özelliklerin belirgin olduğu su talebi verileri için mevsimsel bileĢenlerin 

modele eklenmesi gerektiği görülmüĢtür. SARIMA modeli, su talebinin mevsimsel 

değiĢikliklerini daha iyi yakalayarak, ARIMA modeline göre daha doğru sonuçlar 

üretmiĢtir. Bu çalıĢmada, SARIMA modelinin parametrelerini daha etkin bir Ģekilde 

belirlemek için Harmony Search algoritması kullanılmıĢtır. Harmony Search 

algoritması, bu parametreleri otomatik ve optimize edilmiĢ bir Ģekilde belirleyerek 

modelin tahmin doğruluğunu artırmıĢtır. ÇalıĢmada, Harmony Search algoritmasıyla 

optimize edilen parametrelerin, klasik yöntemlerle belirlenen parametrelere göre 

daha iyi sonuçlar verdiği gösterilmiĢtir. Harmony Search algoritması kullanılarak 

optimize edilen SARIMA modeli, su talebi tahminlerinde daha düĢük hata 

oranlarıyla sonuçlanmıĢtır [33].  

Bir diğer çalıĢmada, YSA kullanılarak günlük zirve su talebinin tahmin edilmesi 

amaçlanmıĢtır. ÇalıĢmada, YSA’nın su talebi verileri ile eğitilmesi sonucu günlük 

zirve su talebini tahmin etmede baĢarılı olduğu görülmüĢtür. YSA, su talebindeki 

mevsimsel, haftalık ve günlük değiĢiklikleri iyi bir Ģekilde modellemiĢtir. GeniĢ veri 

kümeleri kullanılarak eğitilen YSA modelleri, su talebindeki ani değiĢiklikleri ve 

zirve talep dönemlerini doğru tahmin etmiĢtir. YSA modeli, hata metrikleri (RMSE 

ve MAE) açısından düĢük değerler elde etmiĢtir. Bu durum, YSA’nın su talebi 

tahmininde diğer yöntemlere kıyasla daha iyi bir doğruluğa sahip olduğunu 

göstermiĢtir. ÇalıĢmada YSA’nın performansı, geleneksel tahmin yöntemleri 

(ARIMA, SARIMA gibi zaman serisi modelleri) ile karĢılaĢtırılmıĢtır. YSA 

modelinin, su talebi tahmininde sadece geçmiĢ su talebi verileri değil, aynı zamanda 

hava durumu (sıcaklık, yağıĢ, nem), nüfus artıĢı, ekonomik faktörler gibi ek 
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değiĢkenlerle de beslenmesi gerektiği sonucuna varılmıĢtır. YSA, geleneksel 

yöntemlere kıyasla su talebi tahmininde daha iyi sonuçlar vermiĢtir [34]. 

Farklı bir çalıĢmada, ARIMA modeli, Ġstanbul’un su talebini ve arzını tahmin etmek 

için kullanılmıĢtır. ÇalıĢmada, ARIMA modeli zaman serisi analizi için kullanılarak 

Ġstanbul’un su talebi ve arzındaki eğilimlerin tahmini amaçlanmıĢtır. Su talebi, nüfus 

artıĢı, mevsimsel değiĢiklikler ve ekonomik faktörler gibi birçok etkene bağlı 

olduğundan, bu etkiler modelde dikkate alınmıĢtır. ÇalıĢmada, geçmiĢ verilerden 

yola çıkılarak talep eğiliminin 2030 yılına kadar düzenli bir Ģekilde artacağı 

öngörülmüĢtür. Yaz aylarında talepte ani artıĢlar gözlemlenmiĢtir.  Ġstanbul’daki su 

arzının mevsimsel değiĢikliklere ve yağıĢ miktarlarına bağlı olarak önemli 

dalgalanmalar gösterdiği tespit edilmiĢtir. KıĢ aylarında yağıĢların artmasıyla birlikte 

su arzında artıĢ, yaz aylarında ise kuraklık dönemleri nedeniyle azalma 

gözlemlenmiĢtir. ARIMA modeli, bu döngüsel yapıyı baĢarılı bir Ģekilde 

modelleyebilmiĢtir. SARIMA modeli ve YSA gibi daha karmaĢık modellerin 

sonuçları ile kıyaslanmıĢtır. ARIMA modeli, kısa vadeli su talebi ve arzı 

tahminlerinde baĢarılı sonuçlar vermiĢtir. Ancak, uzun vadeli tahminlerde daha 

karmaĢık modellerin (SARIMA ve YSA) daha doğru sonuçlar verdiği 

gözlemlenmiĢtir. Modelin performansı RMSE ve MAE gibi hata metrikleriyle 

ölçülmüĢ ve bu metriklerde düĢük hata oranları elde edilmiĢtir [35]. 

Bir diğer çalıĢma, kısa vadeli su talebi tahmini için insan hareketliliği (mobilite) ve 

su tüketimi verilerinin kullanımını inceler. Mevsimsel etkileri daha iyi modelleyen 

SARIMA, su talebinin düzenli olarak artıĢ veya azalıĢ gösterdiği dönemlerde daha 

iyi tahminler yapmıĢtır. Random Forest, su talebi tahmininde en iyi performans 

gösteren modellerden biri olmuĢtur. SVM modeli, karmaĢık iliĢkileri modellemekte 

baĢarılı olmuĢ, ancak performansı Random Forest kadar yüksek olmamıĢtır. Gradient 

Boosting Machines modeli, hata oranlarını azaltarak kısa vadeli su talebi tahmininde 

oldukça iyi sonuçlar vermiĢtir. Diğer makine öğrenimi modelleri gibi, insan 

hareketliliği verilerini de dikkate alarak, su tüketimindeki anlık değiĢiklikleri baĢarılı 

bir Ģekilde tahmin edebilmiĢtir. Random Forest ve Gradient Boosting Machines 

modeli, su talebi tahminlerinde en yüksek performansı göstermiĢtir [36].  
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Farklı bir çalıĢma kapsamında gerçekleĢtirilen zaman serisi analizleri ve tahminler, 

farklı modellerin performansını karĢılaĢtırarak değerlendirilmiĢtir. Su talep yönetimi, 

bir Ģehirdeki veya bölgede su kullanımının belirlenmesi, optimize edilmesi ve 

gelecekteki talebin karĢılanması için kaynakların planlanmasını içermektedir. 

Sonuçlara göre, su talebinin öngörülmesinde ARIMA ve SARIMA modelleri 

oldukça baĢarılı olmuĢtur. Ayrıca, kısa vadeli tahminlerde üstel düzeltme ve makine 

öğrenimi modelleri de dikkat çekici sonuçlar vermiĢtir [37].  

Farklı bir çalıĢmada, Tunus'taki konut su tüketiminin tahmininde YSA ve SARIMA 

modellerinin karĢılaĢtırılmasını içermektedir. Tunus gibi su kaynakları kısıtlı olan 

ülkelerde, su yönetimi ve planlaması için doğru tahminler yapmak kritik öneme 

sahiptir. ÇalıĢmanın amacı, YSA ve SARIMA modellerinin konut su tüketimi 

tahminindeki etkinliğini karĢılaĢtırmak ve en iyi modeli belirlemektir. ÇalıĢmada, 

Tunus'taki konut su tüketimi verileri kullanılmıĢtır. Bu veriler günlük veya aylık 

olarak toplanmıĢ ve hava durumu, mevsimsel faktörler gibi değiĢkenlerle 

desteklenmiĢtir. YSA ve SARIMA modellerinin performansı RMSE, MAE gibi 

ölçütlerle karĢılaĢtırılmıĢtır. YSA daha düĢük hata değerleri ile daha iyi performans 

göstermiĢtir. YSA, karmaĢık desenleri daha iyi yakalayabilmiĢken, SARIMA 

mevsimsel etkileri etkili bir Ģekilde modelleyebilmiĢtir. YSA, kısa vadeli tahminlerde 

daha yüksek doğruluk sağlarken, SARIMA daha uzun dönemli tahminlerde daha iyi 

sonuçlar vermiĢtir [38]. 

Bir diğer çalıĢma incelendiğinde, farklı tahmin modellerinin doğruluğunu ve 

performansını karĢılaĢtırarak Cidde’deki su talebini tahmin etme becerilerini 

değerlendirmektedir. SARIMA, mevsimsel desenleri modellemede ARIMA’dan 

daha iyi performans göstermiĢtir. Üstel Düzeltme modeli, kısa vadeli tahminlerde 

etkili olmuĢ, ancak mevsimsel ve trend bileĢenlerini tam olarak yakalayamadığı için 

uzun vadeli tahminlerde düĢük performans göstermiĢtir. SVM, daha küçük veri 

kümelerinde ve doğrusal olmayan iliĢkilerin olduğu durumlarda etkili sonuçlar 

vermiĢtir. Ancak, daha büyük veri kümelerinde YSA ve Random Forest gibi 

modellere kıyasla performansı daha düĢük kalmıĢtır. Çoklu Doğrusal Regresyon, su 

tüketimini etkileyen temel değiĢkenleri kullanarak tahmin yapmıĢtır. Makine 

öğrenimi modelleri (YSA ve Random Forest), uzun vadeli tahminlerde daha doğru 
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sonuçlar vermiĢtir. Büyük veri kümelerindeki değiĢkenler arasındaki karmaĢık 

iliĢkileri modelleme yetenekleri sayesinde bu modeller, uzun vadede daha güvenilir 

tahminler sunmuĢtur [39].  

Bir diğer çalıĢmanın sonuçları, su talebi tahmininde hibrit YSA tabanlı modellerin 

kullanımıyla elde edilen performansı incelemektedir. ÇalıĢmada, hibrit yapay sinir 

ağı modeli, su talebi tahmininde geleneksel zaman serisi yöntemlerine göre daha 

yüksek doğruluk sağlamıĢtır. Model, hem kısa vadeli hem de uzun vadeli 

tahminlerde baĢarılı sonuçlar elde etmiĢtir. ARIMA ve benzeri klasik zaman serisi 

modelleri, su talebindeki ani değiĢiklikleri ve doğrusal olmayan iliĢkileri modelleme 

konusunda sınırlı kalmıĢtır. Bu geleneksel yöntemler, mevsimsel etkiler ve ani 

artıĢları yakalamakta zorlanmıĢtır. Hibrit model, ARIMA gibi klasik modellerin bu 

eksikliklerini gidermek için geliĢtirilmiĢ ve su tüketimi üzerinde daha etkili tahminler 

yapılmasını sağlamıĢtır. Hibrit model, su talebini etkileyen faktörler arasında hava 

durumu verilerini ve mevsimsel değiĢiklikleri dikkate alarak, daha doğru tahminler 

üretmiĢtir. Hibrit modelin doğruluğu, MAE, RMSE ve MAPE performans 

ölçütleriyle değerlendirilmiĢtir. Hibrit yaklaĢım, diğer modellerle karĢılaĢtırıldığında 

daha düĢük hata oranları ve daha yüksek doğruluk sunmuĢtur. RMSE ve MAE 

sonuçları, hibrit modelin geleneksel yöntemlere kıyasla su talebindeki sapmaları 

daha iyi modellediği görülmüĢtür [40].  

BaĢka bir çalıĢma, günlük Ģehir su talebinin tahmini için geliĢtirilmiĢ bir hibrit 

çerçeve sunmaktadır. Bu hibrit model, su talebini etkileyen karmaĢık ve çoklu 

faktörleri dikkate alarak daha doğru ve kapsamlı tahminler yapmayı amaçlamaktadır. 

Model, CNN ve LSTM tabanlı yöntemleri bir araya getirerek, su tüketiminde kısa ve 

uzun vadeli desenleri ve iliĢkileri öğrenme yeteneğini güçlendirir. Hibrit model, 

geleneksel zaman serisi modelleri ve makine öğrenimi yaklaĢımlarına kıyasla daha 

yüksek doğruluk sağlamıĢtır. DüĢük hata oranları (MAE, RMSE, MAPE) ile 

değerlendirilmiĢ ve hem kısa hem uzun vadede daha güvenilir tahminler yapmıĢtır. 

Bu çalıĢma, dikkat mekanizmasıyla zenginleĢtirilmiĢ CNN ve LSTM’nin birleĢimini 

kullanarak, Ģehirlerdeki günlük su talebini daha doğru bir Ģekilde tahmin etmek için 

yenilikçi bir çözüm sunmaktadır [41]. 
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Diğer bir çalıĢma, kısa vadeli su talebi tahmininde meteorolojik verileri kullanarak 

çok değiĢkenli LSTM ağlarını temel alan bir modelin geliĢtirilmesini 

amaçlamaktadır. ÇalıĢmanın odak noktası, su talebini etkileyen hava durumu gibi 

faktörlerin etkisini göz önüne alarak daha doğru tahminler elde etmektir. ÇalıĢmada, 

kısa vadeli su talebi tahmini için kullanılan ana girdiler, geçmiĢ su talebi verileri ve 

hava durumu verileridir. Bu meteorolojik faktörler, su talebi üzerinde önemli bir 

etkiye sahiptir. Model, su talebinin kısa vadede doğru bir Ģekilde tahmin edilmesine 

olanak tanımıĢtır. Meteorolojik verilerin kullanılması, tahminlerin doğruluğunu 

artırmıĢtır. Performans değerlendirme metrikleri (MAE, RMSE) kullanılarak, 

modelin doğruluk oranının yüksek olduğu gösterilmiĢtir [42]. 

BaĢka bir çalıĢma, kısa vadeli su talebini tahmin etmek amacıyla çeĢitli makine 

öğrenimi tekniklerinin kullanıldığı bir modeli tanıtmaktadır. Bu çalıĢmanın amacı, 

geleneksel tahmin yöntemlerine kıyasla daha hassas ve güvenilir tahminler sağlamak 

için makine öğrenimi algoritmalarını uygulamak ve su talebindeki ani değiĢiklikleri 

ve desenleri daha iyi anlamaktır. Kısa vadeli su talebini tahmin etmek için çeĢitli 

makine öğrenimi teknikleri (SVM), karar ağaçları, rastgele ormanlar ve YSA) 

kullanılmıĢtır. Amaç, su talebinin hızlı ve doğru bir Ģekilde tahmin edilmesi, böylece 

su yönetimi ve kaynak planlamasının daha etkin yapılmasını sağlamaktır. Su talebi 

üzerine yapılan tahminlerde, geçmiĢ su kullanım verileri, meteorolojik veriler 

(sıcaklık, yağıĢ, nem) ve nüfus gibi çeĢitli değiĢkenler kullanılmıĢtır. ÇalıĢmada, su 

tüketimini etkileyen çok sayıda faktör dikkate alınarak tahmin modelinin doğruluğu 

artırılmaya çalıĢılmıĢtır. ÇalıĢmanın sonuçları, makine öğrenimi tekniklerinin 

geleneksel tahmin yöntemlerine kıyasla daha yüksek doğruluk sağladığını ortaya 

koymuĢtur. YSA ve Random Forest modelleri, diğer yöntemlere göre su talebini 

tahmin etmede daha iyi performans göstermiĢtir. Modeller, MAE, RMSE ve MAPE 

gibi ölçütler kullanılarak değerlendirilmiĢ ve makine öğrenimi tabanlı modellerin 

düĢük hata oranlarına sahip olduğu görülmüĢtürBu çalıĢma, kısa vadeli su talebi 

tahmininde makine öğrenimi tekniklerinin etkinliğini ortaya koymuĢtur [43]. 

BaĢka bir çalıĢma, su talebini tahmin etmek için makine öğrenimi ve zaman serisi 

algoritmalarının bir arada kullanıldığı bir modelin geliĢtirilmesini ele almaktadır. 

ÇalıĢma, su talebi tahmininde yüksek doğruluk elde etmek ve su kaynaklarının 
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verimli yönetimini sağlamak için farklı tekniklerin nasıl performans gösterdiğini 

araĢtırır. Su talebinin, artan Ģehir nüfusu ve değiĢen hava koĢulları gibi faktörler 

tarafından etkilenmesi nedeniyle, bu dinamikleri dikkate alan makine öğrenimi ve 

zaman serisi algoritmalarının bir arada kullanılması hedeflenmiĢtir. ÇeĢitli makine 

öğrenimi ve zaman serisi algoritmaları arasında karĢılaĢtırma yapılmıĢ ve her birinin 

su talebi tahmininde ne kadar baĢarılı olduğu analiz edilmiĢtir. Tahminlerin 

doğruluğu MAE, RMSE ve MAPE gibi hata metrikleri ile ölçülmüĢtür. ÇalıĢmanın 

sonuçlarına göre, makine öğrenimi teknikleri ile zaman serisi algoritmalarının 

birleĢik kullanımı, su talebini tahmin etmede geleneksel yöntemlere göre daha iyi 

sonuçlar vermiĢtir. Yapılan analizler, yapay sinir ağları ve SARIMA modellerinin 

üstün performans sergilediğini ve su talebi gibi çok faktörlü bir sürecin daha doğru 

tahmin edilebileceğini göstermektedir [44]. 

BaĢka bir çalıĢma, kısa vadeli su talebi tahmininde yapay zeka tekniklerinin 

kullanıldığı bir model geliĢtirilmesini hedeflermektedir. Bu modelin temel amacı, 

akıllı su yönetimi sistemleri için daha doğru ve etkili tahminler sunarak su 

kaynaklarının daha verimli bir Ģekilde kullanılmasını sağlamaktır. Su tüketimi 

trendlerinin anlaĢılabilmesi için geçmiĢ veriler kullanılmıĢtır. Hava durumu gibi 

faktörlerin su talebi üzerindeki etkisini incelemek amacıyla meteorolojik veriler 

modele entegre edilmiĢtir. Yapay zeka teknikleri ile oluĢturulan modeller, hata 

metrikleri (MAE, RMSE, MAPE) ile değerlendirilmiĢtir. YSA, diğer algoritmalara 

kıyasla daha yüksek doğruluk sunmuĢ ve su talebini etkileyen faktörlerin daha iyi 

öğrenilmesini sağlamıĢtır. Geleneksel zaman serisi modelleriyle kıyaslandığında, 

yapay zeka tekniklerinin kısa vadeli tahminlerde daha baĢarılı olduğu bulunmuĢtur. 

Su talebindeki ani değiĢiklikleri yakalama yeteneği YSA gibi algoritmalarda daha 

güçlüdür. YSA ve SVM, kısa vadeli su talebi tahminlerinde baĢarılı sonuçlar 

vermiĢtir [45]. 

Bir diğer çalıĢmada, kısa dönem su talebinin tahmin edilmesi için hem denetimli hem 

de denetimsiz makine öğrenimi yöntemlerinin birleĢik bir modelle kullanılmasını 

incelenmektedir. ÇalıĢmada kısa dönem su talebinin tahmini ve hibrit modellerin 

geliĢtirilmesi hedeflenmiĢtir. Hibrit model geliĢtirilmesiyle denetimli ve denetimsiz 

makine öğrenimi tekniklerinin birleĢtirilerek daha etkili bir tahmin modeli 
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oluĢturulmak istenilmiĢtir. ÇalıĢmada, su talebi ile ilgili geçmiĢ verilere dayanan 

geniĢ bir veri kümesi kullanılmıĢtır. Bu veriler, hava durumu, geçmiĢ su tüketimi, 

mevsimsel etkiler gibi çeĢitli faktörleri içermektedir. Denetimli öğrenme, geçmiĢ 

verilere dayalı olarak modelin eğitildiği, regresyon ve sınıflandırma tekniklerinin 

kullanıldığı bir yöntemdir. Bu aĢamada, su talebinin geçmiĢ verileri üzerinden 

tahmin edilmiĢtir. Denetimsiz öğrenme, verilerin keĢfi ve gruplandırılması amacıyla 

kullanılan yöntemlerdir. Bu aĢamada, su talebini etkileyen gizli kalıplar ve yapılar 

belirlenmiĢtir. Hibrit yaklaĢım ise hem denetimli hem de denetimsiz öğrenme 

tekniklerinin bir arada kullanılmasıyla hibrit bir model geliĢtirilmiĢtir. Bu, modelin 

hem geçmiĢ verilerden öğrenmesini hem de yeni veri yapılarındaki kalıpları 

keĢfetmesini sağlamıĢtır. Hibrit model, geleneksel yöntemlere kıyasla daha yüksek 

bir tahmin doğruluğu sağlamıĢtır. Denetimsiz öğrenme ile elde edilen kalıplar, 

denetimli öğrenme süreçlerine önemli katkılar sunmuĢtur [46]. 

Bir diğer çalıĢma, Bağdat Ģehri için kentsel alanda su talebinin öngörülmesi amacıyla 

stokastik modelleme yöntemlerini kullanarak, aylık su talebinin tahmin edilmesi 

incelenmektedir. ÇalıĢmanın amacı, su talebindeki belirsizlikleri ve dalgalanmaları 

modelleyerek, su kaynaklarının yönetimini iyileĢtirmektir. ÇalıĢmanın temel hedefi, 

Bağdat’ın kentsel su talebinin aylık bazda daha doğru bir Ģekilde tahmin edilmesi 

için stokastik yöntemlerin uygulanmasıdır. Bu, Ģehirdeki su yönetimi ve 

planlamasına katkı sağlamayı amaçlamaktadır. Modelin tahmin performansı, çeĢitli 

hata metrikleri (MAE, RMSE, MAPE) ile değerlendirilmiĢ ve genel olarak yüksek 

doğruluk oranları elde edilmiĢtir [47]. 

BaĢka bir çalıĢma, kısa vadeli su talebini tahmin etmek amacıyla derin öğrenme 

yöntemlerinin kullanıldığı bir model geliĢtirmeyi hedeflemektedir. Bu çalıĢma, su 

talebindeki karmaĢıklığı ve zaman içindeki dinamik değiĢiklikleri ele alarak, daha 

doğru ve güvenilir tahminler sağlamayı amaçlamaktadır. ÇalıĢmanın ana hedefi, 

derin öğrenme tekniklerini kullanarak kısa vadeli su talebini daha etkili bir Ģekilde 

tahmin etmektir. Modelin tahmin sonuçları, çeĢitli hata metrikleri (MAE, RMSE, 

MAPE) ile değerlendirilmiĢ ve derin öğrenme yöntemlerinin yüksek doğruluk 

oranları sağladığı bulunmuĢtur. LSTM modelinin, zaman içindeki su talebindeki 

değiĢiklikleri etkili bir Ģekilde yakalayabildiği görülmüĢtür. Derin öğrenme 
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yöntemleri, geleneksel tahmin yöntemlerine göre daha iyi sonuçlar vermiĢtir, bu da 

su talebindeki dalgalanmaların ve karmaĢık modellerin daha doğru bir Ģekilde tahmin 

edilebileceğini göstermektedir [48]. 

Farklı bir çalıĢma, kısa vadeli su talebini tahmin etmek için mevsimsel zaman serisi 

modellerini uyarlamanın etkili yollarını araĢtırmaktadır. Bu çalıĢmada, su talebi 

tahmininde en iyi sonuçları almak için mevsimsel özelliklere sahip zaman serisi 

modellerinin nasıl uyarlanabileceği ve optimize edilebileceği incelenmiĢtir. Sarima 

modeli kısa vadeli su talebi tahmininde en baĢarılı model olarak öne çıkmıĢtır. 

Mevsimsel etkileri iyi bir Ģekilde yakalayarak yaz ve kıĢ aylarındaki su tüketim 

farklılıklarını etkili bir Ģekilde öngörmüĢtür. Tahmin doğruluğu açısından, mevsimsel 

özellikleri barındıran zaman serisi modelleri, Arima modellerine göre daha iyi 

performans göstermiĢtir [49].  

Farklı bir çalıĢma, Yunanistan’ın Skiathos Adası’ndaki su talebini tahmin etmek için 

kullanılan modelleri ve yaklaĢımları incelemektedir. Bu çalıĢma, Skiathos Adası’nın 

gelecekteki su talebini tahmin etmek ve su yönetimi stratejilerini geliĢtirmek için 

yapılan zaman serisi analizlerine odaklanmıĢtır. Zaman serisi modelleri, regresyon 

modelleri ve mevsimsel etkileri dikkate alan modeller kullanılarak su talebi tahmin 

edilmiĢtir. Arima modeli su talebindeki mevsimsel desenleri yakalamak için 

kullanılmıĢtır. Su talebi, sıcaklık, yağıĢ, nüfus artıĢı (turizm dönemlerindeki artıĢ) 

gibi değiĢkenlere bağlı olarak modellenmiĢtir. Bu değiĢkenler su talebi tahmininde 

büyük bir etkiye sahip olduğundan regresyon modelleriyle analiz edilmiĢtir. Skiathos 

Adası’ndaki mevsimsel su tüketim desenlerini daha iyi tahmin etmek için Sarima 

modeli kullanılmıĢtır. Yaz aylarında su talebinde büyük artıĢlar gözlemlenmiĢtir. 

Mevsimsel modelleri yakalamada ve su talebini doğru bir Ģekilde öngörmede Sarima 

modeli en baĢarılı model olarak belirlenmiĢtir. Hava durumu ve turizm verileri su 

talebi tahmininde güçlü birer belirleyici faktör olmuĢtur. Turist sayısı arttıkça su 

talebi de doğru orantılı olarak artmıĢ ve bu faktörler modellerin doğruluğunu 

artırmıĢtır [50]. 

Bir diğer çalıĢma, su talebi tahmininde kullanılan melez bir modelin geliĢtirilmesini 

ele almaktadır. Bu model, farklı analiz yöntemlerini bir araya getirerek tahmin 

doğruluğunu artırmayı hedeflemektedir. ÇalıĢma, Su Talep Tahmininde önemli olan 
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karmaĢık ve mevsimsel desenleri daha iyi yakalamak için Singular Spectrum 

Analysis, Time Series Regression ve Arima yöntemlerini birleĢtiren bir yaklaĢım 

önerir. Bu üç yöntemin birleĢimiyle, su talebi üzerindeki belirgin mevsimsel 

modellerin ve rastgele dalgalanmaların daha etkili bir Ģekilde tahmin edilmesi 

amaçlanmıĢtır. Mevcut modellerin eksikliklerini gidermek amacıyla Singular 

Spectrum Analysis, Time Series Regression ve ARIMA yöntemleri bir arada 

kullanılarak melez bir model oluĢturulmuĢtur. Singular Spectrum Analysis, zaman 

serisi verilerindeki eğilim, mevsimsellik ve hataları ayırmak için kullanılan güçlü bir 

analiz yöntemidir. Bu yöntem, verilerin bileĢenlere ayrılmasını sağlar ve bu sayede 

su talebindeki karmaĢık desenlerin daha net bir Ģekilde ortaya çıkmasına yardımcı 

olmaktadır. Time Series Regression, su talebini etkileyen dıĢsal faktörleri 

modellemek için kullanılır. Bu faktörler arasında hava durumu (sıcaklık, yağıĢ 

miktarı), nüfus değiĢimleri ve ekonomik aktiviteler yer almaktadır. Su talebi üzerinde 

etkisi olan bu değiĢkenler regresyon modeliyle tahminlere entegre edilmiĢtir. 

ARIMA, kısa vadeli dalgalanmaları yakalamada etkilidir ve diğer bileĢenlerle 

birlikte tahminlerin hassasiyetini artırmaktadır. Model, mevsimsel modellerin 

belirgin olduğu su talep modellerinde çok daha baĢarılı sonuçlar vermektedir [51]. 

Bir diğer çalıĢmada, mesken kullanımının su talebini tahmin etmek amacıyla zaman 

serisi analizi yöntemlerini kullanmaktadır. ÇalıĢmada, su talebindeki değiĢiklikleri 

etkileyen çeĢitli faktörler incelenmiĢ ve uygun modelleme teknikleri ile tahminler 

yapılmıĢtır. ARIMA modelinin su talebini baĢarılı bir Ģekilde tahmin ettiği ve geçmiĢ 

verilere dayalı olarak gelecekteki su talebini isabetli bir Ģekilde öngördüğü 

bulunmuĢtur. ÇalıĢma, su talebinin mevsimsel desenlerini belirlemiĢ ve yaz aylarında 

su tüketiminin belirgin Ģekilde arttığını göstermiĢtir [52]. 

 

Bir diğer çalıĢmada, kısa vadeli su talebi tahmininde kullanılan çeĢitli model ve 

teknikleri kapsamlı bir Ģekilde incelemektedir. ÇalıĢmada, zaman serisi temelli 

modeller (ARIMA, SARIMA), regresyon tabanlı modeller, makine öğrenimi 

algoritmaları (YSA ve karar ağaçları) gibi farklı tahmin yöntemleri ele alınmıĢtır. 

Modellerin performansı, tarihsel verilerle yapılan tahminlerin doğruluğu açısından 

karĢılaĢtırılmıĢtır. RMSE, MAE gibi istatistiksel ölçümler kullanılarak modellerin 
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tahmin baĢarısı değerlendirilmiĢtir. ÇalıĢma, zaman serisi temelli modellerin ve 

makine öğrenimi algoritmalarının kısa vadeli su talebi tahminlerinde yüksek 

doğruluk sağladığını göstermiĢtir. SARIMA ve YSA gibi modeller, karmaĢık 

mevsimsel desenleri yakalamada baĢarılı olmuĢtur [53]. 

Bir diğer çalıĢmada, su tüketim harcamalarının tahmininde iki popüler zaman serisi 

analizi yöntemi olan Holt-Winters ve ARIMA modellerinin etkinliği incelemektedir. 

ÇalıĢma, bu iki modelin karĢılaĢtırmalı analizini yaparak, hangi modelin daha iyi 

sonuçlar verdiğini belirlemeye çalıĢmaktadır. ÇalıĢmanın amacı su harcamalarının 

gelecekteki eğilimlerini belirleyerek, yönetim ve planlama süreçlerine katkıda 

bulunmaktır. ÇalıĢmanın bir diğer amacı Holt-Winters ve ARIMA modellerinin 

performansını değerlendirerek, en uygun tahmin yöntemini belirlemektir. Holt-

Winters yöntemi, mevsimsel etkilerin ve eğilimlerin dikkate alındığı bir düzeltme 

yöntemidir. ÇalıĢma, her iki modelin su tüketim harcamalarını tahmin etme 

konusunda etkili olduğunu ancak Holt-Winters modelinin mevsimsel dalgalanmaları 

yakalamada daha baĢarılı olduğunu göstermiĢtir. ARIMA modeli, kısa vadeli 

tahminlerde iyi performans göstermiĢ, ancak mevsimsel dalgalanmaları yakalamada 

yetersiz kalmıĢtır [54]. 

Farklı bir çalıĢmada, su talebi tahmininde Ampirik mod ayrıĢımı yöntemini 

kullanarak yeni bir yaklaĢım önermektedir. Bu çalıĢma, geleneksel su talebi tahmin 

yöntemlerinin sınırlamalarını aĢmayı ve daha hassas tahminler yapmayı 

hedeflemektedir. Ampirik mod ayrıĢımı, karmaĢık zaman serisi verilerini, belirgin alt 

bileĢenler Ģeklinde ayrıĢtırarak analiz eden bir yöntemdir. Bu bileĢenler, zaman 

serisinin farklı frekans bileĢenlerini temsil eder. Ampirik mod ayrıĢımı, verilerin 

karmaĢıklığını azaltarak, belirgin eğilimleri ve mevsimsel desenleri belirlemeye 

yardımcı olmaktadır. Ampirik mod ayrıĢımı tabanlı yaklaĢım, geleneksel yöntemlere 

göre daha yüksek doğruluk sağlamıĢtır. Ampirik mod ayrıĢımı, su talebindeki 

mevsimsel ve trend bileĢenlerini daha iyi analiz ederek tahminlerin doğruluğunu 

artırmıĢtır [55].  

Farklı bir çalıĢma, talep tahmininde ARIMA modelinin uygulanmasını 

incelemektedir. ÇalıĢma, belirli bir sektörde veya bölgedeki geçmiĢ talep verilerini 

içermektedir. Bu veriler, günlük, aylık veya yıllık bazda toplanarak zaman serisi 
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analizi için hazırlanmıĢtır. Tahminlerin doğruluğunu değerlendirmek için RMSE, 

MAE gibi istatistiksel ölçütler kullanılmıĢtır. ÇalıĢma, ARIMA modelinin talep 

tahminlerinde yüksek doğruluk sağladığını göstermiĢtir. GeçmiĢ verilere dayalı 

olarak gelecekteki talepleri etkili bir Ģekilde öngörebildiği belirlenmiĢtir. ARIMA, 

zaman serisi verilerindeki otokorelasyonları ve trendleri yakalama konusunda 

baĢarılı olmuĢtur [56]. 

Bir diğer çalıĢma, bir tersiyer bina (tertiary building) için saatlik su tüketiminin 

tahmin edilmesi üzerine odaklanmaktadır. ÇalıĢma, belirli bir tersiyer binaya ait 

geçmiĢ saatlik su tüketimi verilerini toplamıĢtır. Bu veriler, çeĢitli faktörlerin (iklim, 

etkinlikler vb.) etkilerini incelemek için kullanılmaktadır. ÇalıĢmada hem 

deterministik hem de öğrenme tabanlı modellerin bir arada kullanılarak tahmin 

doğruluğunun artırılması amaçlanmıĢtır. Deterministik tahmin modelleri, su 

tüketimindeki belirli kalıpları ve mevsimsel etkileri analiz etmek için kullanılmıĢtır. 

Bu modeller, geçmiĢ verilerden belirli düzenlilikleri çıkarmaya çalıĢmaktadır. Hem 

deterministik hem de makine öğrenimi modellerinin sonuçları birleĢtirilerek, daha 

doğru tahminler elde edilmiĢtir. ÇalıĢma, bu hibrit yaklaĢımın su tüketimi 

tahminlerini nasıl geliĢtirdiğini analiz etmektedir. Kombine model, yalnızca 

deterministik veya yalnızca makine öğrenimi modeline göre daha iyi tahmin 

performansı sergilemiĢtir. Bu durum, iki farklı yaklaĢımın birleĢiminin tahmin 

doğruluğunu artırdığını göstermektedir [57].  

Bir diğer çalıĢmada, su kalitesi zaman serisi verilerinin tahmininde YSA ve ARIMA 

modelinin birleĢtirildiği hibrid bir yaklaĢım önermektedir. Bu çalıĢma, su kalitesinin 

izlenmesi ve yönetilmesi açısından doğru tahminlerin önemini incelemektedir. 

ÇalıĢmada, belirli bir bölgedeki su kalitesi parametrelerine ait zaman serisi verileri 

kullanılmıĢtır. Hibrid model, yalnızca YSA veya yalnızca ARIMA kullanılarak 

yapılan tahminlere göre daha yüksek doğruluk oranları sağlamıĢtır. YSA, su kalitesi 

verilerindeki karmaĢık kalıpları ve iliĢkileri baĢarılı bir Ģekilde öğrenirken, ARIMA 

modeli mevsimsel ve trend bileĢenlerini etkili bir Ģekilde analiz etmiĢtir. Hibrid 

yaklaĢımın, her iki yöntemin en iyi yönlerini bir araya getirerek daha sağlam ve 

güvenilir tahminler sağladığı görülmüĢtür [58]. 



 

 

32 

Bir diğer çalıĢma, akıllı su yönetimi uygulamaları için kısa dönem su talebi tahmini 

yapmada yapay zeka (YZ) yöntemlerinin kullanılmasını incelemektedir. ÇalıĢma, 

farklı yapay zeka teknikleri (YSA, destek vektör makineleri, regresyon analizleri) 

kullanarak su talebi tahminleri yapmıĢtır. Modeller, geçmiĢ su tüketim verileri ve 

etkileyen faktörler (hava durumu, mevsimsel değiĢiklikler) kullanılarak eğitilmiĢtir. 

ÇeĢitli meteorolojik veriler, etkinin değerlendirilmesi için modele dahil edilmiĢtir. 

Farklı yapay zeka modellerinin tahmin performansı, RMSE, MAE gibi istatistiksel 

ölçütler kullanılarak karĢılaĢtırılmıĢtır. Yapay zeka tabanlı modeller, geleneksel 

yöntemlere göre daha yüksek tahmin doğruluğu sağlamıĢtır. YZ modelleri, değiĢen 

koĢullara hızlı bir Ģekilde uyum sağlama yeteneği göstermiĢtir [59]. 

Bir diğer çalıĢma, yıllık akıĢ verilerinin zaman serisi verilerini daha doğru bir Ģekilde 

tahmin etmek için topluluk ampirik mod ayrıĢımı yöntemine dayanan ARIMA 

modelinin kullanılmasını incelemektedir. ÇalıĢmada topluluk ampirik mod ayrıĢımı 

tarafından ayrıĢtırılan bileĢenler, ARIMA modeli kullanılarak tahmin edilmiĢtir. Bu 

veriler, hidrolojik analizler için kritik öneme sahiptir. Topluluk ampirik mod ayrıĢımı 

ile ayrıĢtırılan bileĢenler kullanıldığında, ARIMA modelinin tahmin doğruluğu 

belirgin Ģekilde artmıĢtır. Topluluk ampirik mod ayrıĢımı, akıĢ verilerindeki 

karmaĢık yapıların daha iyi anlaĢılmasını sağlamıĢtır. Topluluk ampirik mod 

ayrıĢımı, yıllık akıĢ verilerindeki mevsimsel ve trend bileĢenlerini daha iyi analiz 

etme yeteneği sunarak, ARIMA modelinin performansını artırmıĢtır [60]. 

Farklı bir çalıĢma, Güneybatı Etiyopya'daki su tüketimindeki eğilimlerin analizini ve 

tahminini incelemektedir. Bu çalıĢmanın amacı, su tüketimindeki değiĢimleri 

anlamak ve gelecekteki talebi tahmin etmektir. Su tüketim verileri, yerel su yönetim 

otoriteleri ve ilgili kurumlar aracılığıyla toplanmıĢtır. Bu veriler, belirli bir dönemi 

kapsayan su tüketim istatistiklerini içermektedir. ÇalıĢma, bölgedeki su tüketiminin 

zamanla artıĢ gösterdiğini ortaya koymuĢtur. Bu artıĢın, nüfus artıĢı, iklim değiĢikliği 

ve tarımsal faaliyetler gibi faktörlerden kaynaklandığı belirlenmiĢtir. Yapılan 

tahminler, gelecekte su tüketiminin daha da artacağına iĢaret etmektedir. Bu durum, 

su kaynaklarının yönetiminde daha fazla dikkat ve planlama gerektirdiğini 

göstermektedir. Su yönetimi stratejilerinin geliĢtirilmesi ve uygulanmasının, su 

kaynaklarının sürdürülebilirliği açısından kritik olduğu incelenmiĢtir [61]. 
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Bir diğer çalıĢma, Pekin'deki su talebini tahmin etmek için belirsiz zaman serisi 

tahmin yöntemlerini incelemektedir. Su talebindeki belirsizlikleri modellemek için 

çeĢitli istatistiksel ve matematiksel yöntemler kullanılmıĢtır. Bu yöntemler, 

tahminlerin doğruluğunu artırmayı ve belirsizlikleri daha iyi yönetmeyi 

amaçlamaktadır. Fuzzy logic (bulanık mantık) ve Bayesian yöntemleri gibi 

belirsizlik yönetim teknikleri, su talebi tahmininde kullanılmıĢtır. Pekin'deki su talebi 

ile ilgili veriler, yerel su yönetim otoritelerinden ve diğer kaynaklardan toplanmıĢtır. 

Bu veriler, geçmiĢ su tüketimi ve ilgili meteorolojik faktörleri içermektedir. 

Belirsizliklerin dikkate alındığı modeller, su talebi tahminlerinin doğruluğunu 

artırmıĢtır. Geleneksel yöntemlere göre daha güvenilir tahminler elde edilmiĢtir [62]. 

Farklı bir çalıĢmada, Gazze'nin Deir El-Balah Ģehrindeki yeraltı suyu üretimi ve 

yağıĢ miktarlarının tahmini için ARIMA ve hibrit ARIMA yöntemlerini kullanmayı 

amaçlamaktadır. ÇalıĢma, yeraltı su kaynaklarının yönetimi ve sürdürülebilir su 

kullanımının önemini araĢtırmaktadır. ÇalıĢma, Deir El-Balah bölgesinde yeraltı 

suyu üretimi ve yağıĢ verilerini içeren verileri kullanmıĢtır. Bu veriler, yerel su 

yönetim otoriteleri ve meteorolojik birimlerden toplanmıĢtır. ARIMA ve hibrit 

ARIMA modelleri, geçmiĢ verilere dayanarak yeraltı suyu üretimi ve yağıĢ 

miktarlarının tahmin edilmesi amacıyla uygulanmıĢtır. Modellerin parametreleri, 

geçmiĢ verilere dayanarak belirlenmiĢ ve uygun model seçimi için çeĢitli kriterler 

kullanılmıĢtır. Hibrit ARIMA modeli, standart ARIMA modelinin yanı sıra baĢka 

tekniklerle (yapay zeka yöntemleri) birleĢtirilerek daha iyi tahmin performansı elde 

edilmiĢtir. Hibrit ARIMA modelinin, standart ARIMA modeline göre daha yüksek 

doğruluk sağladığı belirlenmiĢtir [63].  

Farklı bir çalıĢma, Ģehir su talebi ve buna bağlı gelirlerin orta vadeli tahmin 

edilmesine odaklanmaktadır. ÇalıĢma orta vadeli su talebinin tahmini, su geliri 

tahmini ve su tüketim miktarına bağlı olarak elde edilen gelirlerin tahmin edilmesini 

hedeflemektedir. ÇalıĢma, su talebi ve gelir verilerini geçmiĢ dönemlere ait 

istatistiklerle analiz etmiĢtir. Su talebi verileri, demografik değiĢiklikler, mevsimsel 

etkiler ve ekonomik göstergeler gibi faktörlerle iliĢkilendirilmiĢtir. Orta vadeli 

tahminler, hem su talebi hem de gelirdeki değiĢiklikleri baĢarılı bir Ģekilde 
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öngörmüĢtür. Zaman serisi analizleri, gelecekteki tüketim trendlerini ve gelir 

düzeylerini anlamak için güvenilir bir yöntem olarak belirlenmiĢtir [64]. 

Bir diğer çalıĢma, Ürdün'deki Wadi Shueib havzasında yağıĢ düzenlerini tahmin 

etmek için eğilim analizi ve ARIMA kullanmaktadır. ÇalıĢmanın amacı, bölgedeki 

su kaynakları yönetimini iyileĢtirmek için yağıĢ miktarını öngörerek gelecekteki su 

ihtiyacını ve kaynakları tahmin etmektir. ÇalıĢma, Wadi Shueib havzasındaki yağıĢ 

verilerini geçmiĢ yıllara ait istatistiklerden toplamıĢtır. Bu veriler, mevsimsel ve 

yıllık yağıĢ eğilimlerinin incelenmesi için kullanımıĢtır. Bölgedeki uzun vadeli yağıĢ 

eğilimleri analiz edilerek, yağıĢ miktarlarının artıp azalmadığı veya mevsimsel 

değiĢikliklerin olup olmadığı incelenmiĢtir. Bu durum, yağıĢın zaman içindeki genel 

eğilimlerini anlamak için yapılmıĢtır. ARIMA modellemesi, geçmiĢ yağıĢ verilerini 

kullanarak gelecekteki yağıĢ miktarlarını tahmin etmek için uygulanmıĢtır. Modelin 

parametreleri, geçmiĢ verilere dayalı olarak optimize edilmiĢtir. Zaman serisi 

analizleri, mevsimsel ve kısa dönem değiĢiklikleri dikkate alarak gelecekteki yağıĢ 

miktarlarının tahmin edilmesine olanak tanımıĢtır. Eğilim analizi, Wadi Shueib 

bölgesinde yağıĢ miktarlarının belirli bir dönemde azalma veya artma eğilimi 

gösterip göstermediğini ortaya koymuĢtur. Bölgede yağıĢlarda genel bir azalma 

eğilimi gözlemlenmiĢtir, bu da su yönetimi açısından endiĢe vericidir. ARIMA 

modelleme sonuçları, gelecek yıllarda yağıĢ miktarlarının tahmin edilmesine olanak 

sağlamıĢtır. Modelin tahminleri, kısa vadede güvenilir sonuçlar sunmuĢtur, ancak 

uzun vadede belirsizlikler artmıĢtır [65]. 

Bir diğer çalıĢma, Barcelona gibi büyük ölçekli bir Ģehirde içme suyu ağlarının 

optimal iĢletilmesi için su talebinin doğru bir Ģekilde tahmin edilmesini 

incelemektedir. ÇalıĢma Barcelona'daki su talebini etkileyen faktörlerin analiz 

edilmesi ve bu doğrultuda su talebinin kısa ve orta vadeli tahminlerinin yapılması, 

optimum su ağı iĢletimi ve kaynakların sürdürülebilir kullanımı amacıyla yapılmıĢtır. 

ÇalıĢma, Barcelona’daki su talebini etkileyen geniĢ bir veri kümesi kullanmıĢtır. Bu 

veriler, nüfus, hava durumu, mevsimsel değiĢiklikler ve sosyo-ekonomik faktörler 

gibi unsurları içermektedir. Zaman serisi modelleri ile yapılan su talebi tahminleri, su 

talebindeki günlük, haftalık ve mevsimsel değiĢiklikleri doğru bir Ģekilde 

öngörebilmiĢtir [66]. 
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Farklı bir çalıĢmada, Suudi Arabistan'daki su tüketimini modellemek ve tahmin 

etmek amacıyla hem klasik hem de modern zaman serisi yöntemlerinin 

karĢılaĢtırmalı bir analizini sunmaktadır. Suudi Arabistan’ın farklı bölgelerinden elde 

edilen su tüketimi verileri, çalıĢmanın temel veri kümesini oluĢturmuĢtur. Bu 

verilerde mevsimsel değiĢiklikler, nüfus artıĢı ve ekonomik geliĢim gibi faktörler 

incelenmiĢtir. ÇalıĢmada ARIMA, SARIMA, makine öğrenimi yöntemleri (destek 

vektörü makineleri, YSA) kullanılmıĢtır. ARIMA ve SARIMA gibi klasik yöntemler, 

kısa vadeli tahminlerde baĢarılı olmuĢtur. Mevsimsel etkilerin belirgin olduğu zaman 

dilimlerinde SARIMA modeli daha doğru sonuçlar üretmiĢtir. Makine öğrenimi 

tabanlı yöntemler, veri kümesindeki karmaĢık yapıları yakalamada ve uzun vadeli 

tahminlerde klasik yöntemlere kıyasla daha iyi sonuçlar vermiĢtir. Derin öğrenme 

modelleri, verilerin dinamik yapısını daha etkili bir Ģekilde modelleyebilmiĢtir. Kısa 

vadede klasik zaman serisi yöntemleri güvenilir sonuçlar sunarken, uzun vadeli ve 

karmaĢık yapılı tahminlerde modern makine öğrenimi yöntemleri daha iyi 

performans göstermiĢtir [67]. 

Bir diğer çalıĢma, Kızıl Nehir’de su seviyesi tahminini artırmak için istatistiksel 

makine öğrenimi modelleri ile ARIMA modelinin birleĢimini incelemektedir. 

ÇalıĢma su seviyesi tahminini, model kombinasyonunu ve tahmin doğruluğunu 

artırmayı amaçlamaktadır. ÇalıĢmada, Kızıl Nehir’in geçmiĢ su seviyesi verileri, 

iklim verileri ve diğer çevresel faktörler toplanmıĢtır. Bu veriler, tahmin modelinin 

temelini oluĢturmuĢtur. ÇalıĢmada ARIMA ve makine öğrenimi modelleri 

kullanılmıĢtır. Kullanılan bu iki model birleĢtirilip, avantajlarından yararlanarak, 

tahminlerin doğruluğunu artırmayı amaçlamıĢtır. ARIMA ve makine öğrenimi 

modellerinin birleĢimi, su seviyesi tahminlerinde önemli bir iyileĢme sağlamıĢtır. 

Kombinasyon, karmaĢık su seviyesi dinamiklerinin bulunduğu dönemlerde daha 

doğru tahminler yapabilmiĢtir. Her iki modelin kullanılması, su seviyesindeki 

dalgalanmaları daha iyi anlamaya ve tahmin etmeye yardımcı olmuĢtur. ARIMA'nın 

sağladığı lineer yapı, makine öğrenimi modellerinin sağladığı non-lineer iliĢkiler ile 

güçlendirilmiĢtir [68]. 

Farklı bir çalıĢmada, Red Hills Rezervuarı’ndaki su seviyesinin tahmini için 

SARIMA ve YSA modellerinin hibrit bir yaklaĢımını incelemektedir. ÇalıĢmada 
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SARIMA, YSA ve hibrit model yaklaĢımı kullanılmıĢtır. ÇalıĢma, Red Hills 

Rezervuarı’na ait geçmiĢ su seviyesi verilerini toplamakla baĢlamıĢtır. Bu veriler, 

tarihsel su seviyeleri, iklim verileri ve diğer çevresel faktörleri içermektedir. Hibrit 

model, SARIMA ve YSA kombinasyonu kullanıldığında, su seviyesi tahminlerinde 

önemli bir iyileĢme sağlanmıĢtır. ÇalıĢma, hibrit modelin, her iki modelin tahmin 

doğruluğunu artırdığını göstermektedir. YSA’nın sağladığı non-lineer yapı ile 

SARIMA'nın mevsimsel ve trend bileĢenlerini birlikte ele alması, su seviyesindeki 

dalgalanmaları daha iyi anlamaya olanak tanımıĢtır. Bu tür hibrit modeller, su 

yönetimi uygulamalarında, rezervuar seviyeleri ve sulama sistemlerinin 

optimizasyonunda önemli bir rol oynayabilir sonucuna varılmıĢtır [69]. 

Bir diğer çalıĢma, belediyelerin su talebini tahmin etmek için dalga dönüĢümü 

(wavelet) ve YSA modellerinin bir kombinasyonunu incelemektedir. ÇalıĢma, belirli 

bir belediyenin su talebi ile ilgili geçmiĢ verilerini toplamakla baĢlamıĢtır. Bu veriler, 

geçmiĢ su tüketimi, iklim verileri (sıcaklık, yağıĢ) ve demografik bilgiler 

içermektedir. Dalga dönüĢümü, zaman serisi verilerinin analizi için kullanılmıĢtır. Bu 

yöntem, su talebindeki değiĢkenlikleri ve mevsimsel bileĢenleri ortaya çıkarmak için 

verilerin farklı frekans bileĢenlerine ayrılmasını sağlamaktadır. Dalga dönüĢümü, 

hatayı azaltarak verilerin ön iĢlenmesine yardımcı olmuĢtur. Dalga dönüĢümü ile elde 

edilen özellikler, YSA modeline beslenmiĢtir. Dalga dönüĢümü ve YSA modelinin 

birleĢtirilmesi, her iki yöntemden elde edilen sonuçların entegrasyonunu 

sağlamaktadır. Bu hibrit yaklaĢım, tahmin doğruluğunu artırmayı hedeflemektedir. 

ÇalıĢma, hibrit modelin, YSA modeline göre daha yüksek bir doğruluk oranı 

sunduğunu göstermektedir [70].  
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ÜÇÜNCÜ BÖLÜM 

METODOLOJĠ 

Bu tez çalıĢması, kentsel su talep tahmininde kullanılan yöntemler ve veri analiz 

süreçlerini detaylı bir Ģekilde ele almayı amaçlamaktadır. Ġlk etapta zaman serileri 

hakkında bilgi verimiĢtir. Sonraki aĢamada kullandığımız yöntemler ARIMA, 

SARIMA ve Facebook Prophet anlatılmıĢtır. Bir sonraki aĢamada su tüketimi eğilimi 

ile nüfus arasındaki iliĢkinin tespiti amacıyla kullandığımız korelasyon yöntemi 

anlatılmıĢtır. 

3.1. Su Talep Tahmininde Zaman Serileri 

Zaman serisi, zamana bağlı olarak gözlenen verilerin düzenli aralıklarla 

kaydedilmesini ifade etmektedir [6]. Bu veriler gelecekteki eğilimleri, örüntüleri 

veya davranıĢları tahmin etmek için incelenmektedir. Zaman serileri, ekonomi 

(örneğin, hisse senedi fiyatları, enflasyon oranları), meteoroloji (örneğin, sıcaklık, 

yağıĢ miktarı), epidemiyoloji (örneğin, hastalık yayılımı), mühendislik (örneğin, 

üretim verimliliği) ve daha fazlasında gibi birçok alanda kullanılmaktadır [6, 7, 8]. 

Zaman serileri analizi genellikle eğilimleri, mevsimsellikleri, döngüleri ve rastgele 

etkileri tanımlamak için kullanılan çeĢitli istatistiksel yöntemleri içermektedir [7].  

Zaman serilerini analiz etmek için kullanılan yöntemler arasında hareketli ortalama 

yöntemleri, ARIMA modelleri, mevsimsel bileĢen analizi gibi modeller 

bulunmaktadır [8]. Bu modeller, zaman serilerinin özelliklerine ve analiz amaçlarına 

bağlı olarak farklılık göstermektedir. 

Zaman serisi analizi, geçmiĢ su tüketimi verilerini kullanarak gelecekteki talebi 

tahmin etmeye yardımcı olmaktadır. Bu durum, su temini ve dağıtımı için gerekli 

kaynakların planlanması ve yönetilmesi açısından önemlidir [18]. Zaman serisi 
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analizi, su talebinde mevsimsel ve haftalık örüntüleri tanımlamaktadır. Bu örüntüler, 

belirli zaman dilimlerinde talepde artıĢ veya azalıĢ olabileceğini göstermektedir. 

Örneğin, yaz aylarında artan bir su tüketimi olabilir veya hafta sonları tüketimde bir 

düĢüĢ gözlemlenmektedir.  

Hava koĢulları, su talebini etkileyen önemli faktörlerden biridir [14]. Zaman serisi 

analizi, hava durumu değiĢikliklerinin su talebi üzerindeki etkisini 

değerlendirmektedir. Örneğin, sıcak ve kuru hava dönemlerinde su tüketimi 

genellikle artmaktadır. Su kaynaklarının etkin bir Ģekilde yönetilmesi, sürdürülebilir 

su tedariki için önemlidir [14].  

Zaman serisi analizi, gelecekteki su talebini tahmin ederek su kaynaklarının verimli 

bir Ģekilde planlanmasına ve yönetilmesine yardımcı olmaktadır. Beklenmeyen 

durumlar veya olağandıĢı talep artıĢlarıyla baĢa çıkmak için hazırlıklı olmak 

gereklidir [18]. Bu nedenlerden dolayı, su talebi tahmininde zaman serisi analizi 

önemli bir araçtır ve su kaynaklarının etkin bir Ģekilde yönetilmesi ve sürdürülebilir 

su temini için önemli bir rol oynamaktadır.  

Basit Hareketli Ortalama ve Ağırlıklı Hareketli Ortalama gibi yöntemler, zaman 

serilerindeki tahmin hatasını azaltmak ve eğilimi belirlemek için kullanılmaktadır 

[18]. Oto-Regressif modeller, bir değiĢkenin geçmiĢ değerlerinin bugünkü değerini 

tahmin etmek için kullanılmaktadır [10]. AR modelleri, geçmiĢ değerler arasındaki 

otokorelasyonu kullanarak gelecekteki değerleri tahmin etmektedir. Entegre 

modeller, zaman serilerindeki durağanlık sorununu çözmek için kullanılan bir 

terimdir. Entegre modeller, bir zaman serisinin durağan olmayan bileĢenlerini 

durağan hale getirerek analiz edilebilir hale getirmektedir [9, 10]. Hareketli Ortalama 

YaklaĢımı, bir zaman serisinin gelecekteki değerlerini tahmin etmek için son 

dönemlerdeki gözlemler arasındaki ortalamayı kullanmaktadır.  

3.2. ARIMA Yöntemi 

ARIMA modelleri, bir zaman serisinin eğilimini, mevsimsel değiĢimlerini ve rastgele 

varyansını yakalamak için kullanılmaktadır [22]. Bu yöntemler, zaman serilerindeki 
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örüntüleri ve yapıları anlamak, gelecekteki değerleri tahmin etmek ve karar verme 

süreçlerinde kullanılan bilgiyi artırmak için yaygın olarak kullanılan araçlardır [22].  

ARIMA, p, d ve q gibi üç temel bileĢenden oluĢmaktadır.  

p değeri Otoregresif (AR) terimlerinin sayısını ifade etmektedir. GeçmiĢ 

gözlemlerden gelecekteki değerleri tahmin etmek için kullanılan gecikme sayısını 

belirtmektedir [17].  

d değeri Entegrasyon (I) derecesini ifade etmektedir. Bu, zaman serisinin durağan 

hale getirilmesi için kaç kez fark alındığını belirtmektedir [22].  

q değeri Hareketli Ortalama (MA) terimlerinin sayısını ifade etmektedir. Bu değer, 

modelin hata terimlerinin gecikme değerlerini içermektedir [22].  

ARIMA modelinde Otokorelasyon Fonksiyonu (ACF), ArtırılmıĢ Dickey Fuller 

(ADF) ve Kwiatkowski-Phillips-Schmidt-Shin (KPSS) gibi zaman serisinin 

durağanlığını tespit etmek için kullanılan testler bulunmaktadır. ACF testi, bir zaman 

serisinin otokorelasyonlarını ölçmek için kullanılmaktadır [14]. ACF, serinin 

kendisiyle olan korelasyonunu belirli gecikmelerle hesaplar. ACF, model seçiminde, 

yani hangi AR ve MA terimlerinin uygun olduğuna karar verirken faydalı 

olabilmektedir [71]. 

ACF grafiği, MA terimlerinin sayısını belirlemede kullanılmaktadır. Örneğin, MA(1) 

modelinde ACF'nin birinci gecikmeden sonra ani bir Ģekilde sıfıra düĢmesi beklenir. 

MA(2) modelinde ise ACF'nin ikinci gecikmeden sonra sıfıra düĢmesi beklenir. 

Durağan bir seri, sabit ortalama ve varyansa sahip olmalıdır. ACF'nin zamanla sıfıra 

yaklaĢması beklenir. Pozitif ve Negatif Otokorelasyonlar ACF, verilerin gecikmeli 

versiyonları arasındaki korelasyonu gösterir. Pozitif veya negatif otokorelasyonlar, 

zaman serisinin düzenlilik ve bağımlılığını anlamada yardımcı olmaktadır. ACF 

grafiğinde belirli gecikme değerlerindeki yüksek korelasyonlar, gecikmelerde veriler 

arasında önemli bir iliĢki olduğunu göstermektedir. ACF, zaman serisinin 

otokorelasyonunu ölçmektedir. Model Seçimi MA terimlerinin sayısını belirlemek 

için kullanılmaktadır [72].  
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Durağan bir zaman serisi, ortalaması ve varyansı zamanla değiĢmeyen bir seridir. 

Durağanlık, ARIMA modellerinin etkin bir Ģekilde uygulanabilmesi için önemlidir 

çünkü ARIMA modelleri durağan veri üzerinde daha iyi performans göstermektedir. 

Durağan bir zaman serisi üzerinde çalıĢmak, modelleme sürecini daha sağlam ve 

güvenilir hale getirmektedir [72].  

ARIMA modelinde ADF testi, zaman serilerinin durağanlığını test etmek için 

kullanılan bir istatistiksel testtir. Bu test, zaman serisinin bir birim kök içerip 

içermediğini belirlemektedir [23]. Bir birim kök varsa, zaman serisi durağan değildir. 

ADF testi, birim kök hipotezini (yani, serinin durağan olmadığını) test etmektedir 

[13]. ADF testi null hipotezi (H0) ve alternatif hipotezi (H1) test etmektedir.  

Test aĢamasında H0 ve H1 ele alınmaktadır. Null hipotezi kabul edilirse, zaman 

serisi birim kök içerir ve durağan değildir ifadesini kabul etmektedir. Alternatif 

hipotez kabul edilirse, zaman serisi birim kök içermez durağandır yorumu 

yapılmaktadır. Test aĢamaları ilk etapta eğilim ve mevsimsellik durumu kontrol 

edilmektedir. Sonrasında ADF testi uygulanmaktadır [73].  

Test sonucunda elde edilen p-değeri, null hipotezi reddetmek için kullanılan bir 

kriterdir. Eğer p-değeri belirli bir anlamlılık seviyesinden küçükse, null hipotezi 

kabul edilmemektedir. Serinin durağan olduğunu yorumu yapılmaktadır [72].  

ARIMA modellemesinde KPSS (Kwiatkowski-Phillips-Schmidt-Shin) testi, zaman 

serisinin durağanlığını test etmek için kullanılan bir yöntemdir. Test aĢamasında null 

hipotezi (H0) ve alternatif hipotez (H1) ele alınmaktadır [17]. Null hipotezi kabul 

edilirse, zaman serisi durağandır ve birim kök yoktur ifadesini yorumu 

yapılmaktadır. Alternatif hipotez kabul edilirse, zaman serisi durağan değildir ve 

birim kök içermez yorumu yapılmaktadır. KPSS testi zaman serisinin ortalamasının 

ve varyansının zaman içinde sabit olup olmadığını kontrol etmektedir [17]. KPSS 

testi sonucunda p-değeri belirli bir kritik değerden büyükse, seri durağan kabul 

edilmektedir. KPSS testi sonucunda p-değeri belirli bir kritik değerden küçükse, seri 

durağan olmayan yani birim kök içeren bir seri olarak kabul edilmektedir [72]. 
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KPSS testi, sadece durağan olmayan seriler için bilgi sağlamaktadır. Yani, serinin 

çok güçlü birim kök varlığını tespit etmekte sınırlı olmaktadır. Testler sonucunda 

zaman serisi verileri durağan değildir sonucu çıkarsa seriye farklılaĢtırma iĢlemi 

yapılması gerekmektedir [72].  

FarklılaĢtırma, bir zaman serisini durağan hale getirmek için uygulanan bir tekniktir. 

Genellikle zaman serisinin ardıĢık farklarını alarak gerçekleĢtirilir [73]. 

FarklılaĢtırma, serideki eğilimleri ve mevsimsel etkileri ortadan kaldırarak seriyi 

durağan hale getirmeyi amaçlamaktadır [22]. FarklılaĢtırılmıĢ seri, bir zaman serisini 

durağan hale getirmek için uygulanan bir tekniktir.  

3.3. SARIMA Yöntemi 

SARIMA, zaman serisi analizi için kullanılan bir modeldir ve mevsimsel etkileri de 

dikkate alarak zaman serilerini modellemeye yönelik geliĢtirilmiĢtir. SARIMA 

modeli, ARIMA modelinin mevsimsel bileĢenlerle geniĢletilmiĢ bir versiyonudur. 

SARIMA modeli, ARIMA modeline ek olarak mevsimsel etkileri yakalamaya olanak 

sağlamaktadır [22]. Bu durum, serinin mevsimsel döngülerini dikkate alarak daha 

doğru tahminler yapmayı amaçlamaktadır. SARIMA modeli, zaman serisi analizi ve 

tahmininde mevsimsel etkileri dikkate almak için kullanılan güçlü bir araçtır [72]. 

Mevsimsel döngüleri modelleyebilme yeteneği sayesinde, mevsimsel veri 

kümelerinde yüksek doğrulukta tahminler yapmaktadır [73]. 

3.4. Facebook Prophet 

Facebook tarafından geliĢtirilen Prophet, zaman serisi analizi için kullanılan açık 

kaynaklı bir araçtır. Facebook Prophet, kullanımı kolay bir arayüze sahiptir [24]. 

Zaman serisi analizi yapmak isteyen kullanıcılar için hızlı bir baĢlangıç 

sağlamaktadır. Python ve R dillerinde kullanılabilir ve belirli bir kodlama bilgisine 

ihtiyaç duymamaktadır. Facebook Prophet, zaman serisindeki eğilim ve 

mevsimsellik örüntülerini otomatik olarak tespit edebilmektedir. Bu durum, 

kullanıcıların manuel olarak bu örüntüleri belirlemek için zaman harcamasını azaltır 

ve daha hızlı analiz yapılmasını sağlamaktadır [5].  
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Facebook Prophet, eğilim ve mevsimsellik bileĢenlerini modellemek için esnek bir 

yapı sunmaktadır. Bu bileĢenlerin gelecekteki değerlerini tahmin etmek için doğru ve 

hassas sonuçlar üretebilmektedir. Facebook Prophet, ekstra değiĢkenlerin (örneğin, 

tatil günleri, hava durumu vb.) zaman serisi analizine entegre edilmesine olanak 

tanımaktadır. Bu durum, tahminlerin daha nitelikli ve sağlıklı sonuçlar içermesini 

sağlamaktadır [5]. 

Facebook Prophet, farklı zaman aralıklarındaki verilerle çalıĢabilir ve bu veriler 

üzerinde tahminler yapabilmektedir. Bu durum, farklı zaman serisi veri kümeleri için 

geniĢ bir kullanım esnekliği sağlamaktadır [5].  

Facebook Prophet, tahminlerin yanı sıra belirsizlik aralıklarını da 

hesaplayabilmektedir. Bu durum, tahminlerin güvenilirliğini değerlendirmeye 

yardımcı olurken, karar alma süreçlerinde daha bilinçli seçimler yapılmasını 

sağlamaktadır [24]. Facebook Prophet, endüstride, pazarlama analizlerinde, talep 

tahminlerinde ve finansal analizlerde yaygın olarak kullanılmaktadır. Kullanımı 

kolay olması ve doğru tahminler üretme yeteneği, zaman serisi analizinde etkili bir 

araç haline getirmektedir [5].  

Facebook'un Prophet zaman serileri tahmini için tercih edilmesinin sebeplerinden 

biri sağladığı kullanım kolaylığıdır. Zaman serisi tahmini için geliĢtirilmiĢ birçok 

özellik sunmaktadır [5]. Bu nedenle, zaman serileri tahmini yapmak isteyen 

kullanıcılar için kolayca eriĢilebilir bir seçenektir.  

Facebook Prophet, farklı zaman serisi veri kümelerine kolayca uyarlanabilir. Günlük, 

aylık veya yıllık verilerle çalıĢabilmekte ve ayrıca tatil, mevsimsellik gibi özellikleri 

de otomatik olarak ele alabilmektedir. Facebook Prophet, birçok durumda iyi 

tahminler yapabilen bir modeldir. Veri kümelerinde belirgin mevsimsellik veya tatil 

etkileri olduğunda, model yüksek performans göstermektedir [5].  

Facebook Prophet, verilerdeki eğilimleri ve mevsimsel örüntüleri otomatik olarak 

tanıyabilmektedir. Ayrıca bu örüntülere uygun tahminler yapabilmektedir. Bu durum, 

kullanıcıların manuel olarak bu örüntüleri belirlemek ve modellemek zorunda 

kalmadan zaman serileri tahminleri yapmasını sağlamaktadır. Facebook Prophet, 
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birçok modelleme parametresini otomatik olarak ayarlama imkanına sahiptir. Bu 

durum kullanıcıların modeli doğru Ģekilde yapılandırmak için daha az zaman 

harcamasını sağlamaktadır. Facebook Prophet modeli, su talebi gibi zaman serileri 

üzerinde tahmin yapmak için etkili bir araç olmaktadır. 

3.5. Korelasyon Analizi 

Korelasyon analizi, iki veya daha fazla değiĢken arasındaki iliĢkiyi ve bu iliĢkinin 

gücünü ölçen istatistiksel bir tekniktir. Korelasyon analizi, değiĢkenler arasındaki 

doğrusal iliĢkinin varlığını, yönünü ve gücünü değerlendirmede kullanılmaktadır 

[71]. 

Korelasyon analizi, iki değiĢken arasındaki iliĢkiyi anlamak ve bu iliĢkinin gücünü 

ölçmek için önemli bir araçtır [74]. Pearson, Spearman ve Kendall’s Tau gibi farklı 

korelasyon katsayıları, çeĢitli veri türleri ve iliĢki biçimleri için kullanılmaktadır 

[17]. Korelasyon analizi, veri analizi ve modelleme süreçlerinde iliĢkileri anlamak ve 

tahminler yapmak için önemli bir temel sağlamaktadır [24].  

Su tüketiminin yıllar içinde artan eğilimi, nüfus artıĢıyla iliĢkisini anlamak 

konusunda yardımcı olmuĢtur. Bu nedenle bu çalıĢmada su tüketimi ile nüfus 

arasındaki iliĢkiyi ortaya çıkarmak için Pearson Korelasyon Yöntemi kullanılmıĢtır. 
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DÖRDÜNCÜ BÖLÜM 

DENEYSEL SONUÇLAR 

Bu bölümde, öncelikle çalıĢma kapsamında kullanılmıĢ olan veri kümesi 

anlatılmıĢtır. Ardından, çalıĢmada kullanılan tahminleme yöntemlerinin sonuçları 

değerlendirilerek analiz edilmiĢtir. 

4.1 Veri Kümesi 

Bu çalıĢmada su tüketimini tahmin etmek için kullanılan veri kümesi, KASKĠ'den 

alınmıĢtır. Veri kümesi, 1 Ocak 2000 ile 31 Aralık 2021 tarihleri arasındaki aylık su 

tüketimini metre küp cinsinden içermektedir. KASKĠ, hesaplamalarını iki aylık 

dönemlerde yapmaktadır, bu nedenle veri iki aylık dönemler halinde 

değerlendirilmiĢtir. Dolayısıyla, her yıl için toplam altı veri bulunmaktadır. ÇalıĢma 

alanı ġekil 4.1'te sunulmuĢtur. Kullanılan veri kümesi içerisinde az da olsa anormal 

düĢük ve yüksek değerlerin olduğu görülmüĢtür. Bu durumun nedeninin kısmi veri 

kaybı ve pandemi döneminde düzensiz veri toplama olduğu anlaĢılmıĢtır. Anomal 

veri oranının düĢük olması nedeniyle deneysel çalıĢmanın sonuçları üzerinde çok 

büyük bir etkisi olmadığı değerlendirilmiĢtir. ÇalıĢma sırasında kullanılmaya karar 

verilen baĢka bir veri ise su tüketim verilerine karĢılık gelen yıllar için nüfus 

verisidir. Bu veriyi kullanmaya karar verme nedeni, analizlerde yıllar boyunca su 

tüketimi eğilimindeki sürekli artıĢın gözlemlenmesidir. Bu sebeple yıllar içerisindeki 

su talebinin artması ile nüfus arasındaki iliĢkinin irdelenmesi gerektiği 

düĢünülmüĢtür. Kayseri ilinin nüfus rakamları resmi devlet web sitelerinden elde 

edilmiĢtir. 
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ġekil 4.1. Çalışma Alanı Grafiği 

 

Kaynak: KASKĠ CBS,(Aralık, 2023)  

4.2. ARIMA Yöntemi  

Kullanılan veri kümesinin zaman serisi grafiği incelendiğinde (ġekil 4.2), serinin 

belirli bir eğilim ve mevsimsellik içerdiğini görülmektedir. 2016'dan sonra ani 

artıĢlar ve düĢüĢler görülmektedir. Bu durum, verinin belirli dönemlerde mevsimsel 

değiĢiklikler olduğunu göstermektedir [73].  

ġekil 4.2. Zaman Serisi Grafiği 
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4.2.1. ADF Testi Sonuçları 

ADF testinin sonucunda elde edilen test istatistiği -1786x10
-4

  olarak hesaplanmıĢtır. 

Bu değer, p-değeri ile birlikte değerlendirilmelidir. p-değeri 388x10
-4

 olarak 

hesaplanmıĢtır. p-değeri 5x10
-2

'den büyük olduğundan, H0 reddedilmektedir. H0, 

zaman serisinin birim kök içerdiğini ve dolayısıyla durağan olmadığını öne 

sürmektedir [73].  

Kritik değerler ise test istatistiğinin hangi anlamlılık seviyelerinde değerlendirilmesi 

gerektiğini göstermektedir.  

%1 anlamlılık seviyesinde kritik değer -3489x10
-3

,  

%5 anlamlılık seviyesinde kritik değer -2887x10
-3

,  

%10 anlamlılık seviyesinde kritik değer ise 258x10
-2

 olarak hesaplanmıĢtır. Test 

istatistiğimiz, tüm bu kritik değerlerin üzerindedir.  

Yani, test istatistiğimiz %1, %5 ve %10 anlamlılık seviyelerinde de kritik 

değerlerden daha büyük bir değere sahiptir. Bu durum, zaman serisinin durağan 

olmadığını göstermektedir. Sonuç olarak, bu verilerle zaman serisinin durağan 

olmadığı sonucuna varılabilir. 

4.2.2. KPSS Testi Sonuçları 

KPSS testinin sonucunda elde edilen test istatistiği 1533x10
-3

 olarak hesaplanmıĢtır. 

Bu değer, p-değeri ile birlikte değerlendirilmelidir. p-değeri 10
-2

 olarak 

hesaplanmıĢtır. KPSS testinde H0’n zaman serisinin durağan olduğunu öne 

sürmektedir. Test sonucunda elde edilen p-değeri 10
-2

, bu anlamlılık seviyesine 

karĢılık gelmektedir. p-değeri, %1'lik anlamlılık seviyesindedir [73].  

Kritik değerler ise Ģu Ģekildedir:  

%10 anlamlılık seviyesinde kritik değer: 347x10
-3

  

%5 anlamlılık seviyesinde kritik değer: 463x10
-3
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%2,5 anlamlılık seviyesinde kritik değer: 574x10
-3

 

%1 anlamlılık seviyesinde kritik değer: 739x10
-3

  

Test istatistiği sonucu olan 1533x10
-3

, tüm bu kritik değerlerin üzerindedir. Bu 

durum, KPSS testinde H0’n reddedilmesine neden olur.  

Yani, zaman serisinin durağan olmadığı sonucuna ulaĢılmaktadır [73].  

4.2.3. ACF ve PACF Grafiklerinin Yorumlanması 

ġekil 4.3’te sunulmuĢ olan, ACF grafiği incelendiğinde ilk birkaç gecikmenin güven 

sınırlarının dıĢında olduğunu görülmektedir. Bu durum, serinin otokorelasyon 

içerdiğini ve eğilim barındırdığını göstermektedir. 

ġekil 4.3. ACF Grafiği 

 

Kısmi Otokorelasyon Fonksiyonu (PACF) grafiği incelendiğinde ise (ġekil 4.4), ilk 

birkaç gecikmenin güven sınırlarının dıĢında olduğunu gözlemlenmektedir. Bu, 

serinin otoregresif bir yapı içerdiğini iĢaret etmektedir. 

4.2.4. ADF Testi Sonuçları (FarklılaĢtırılmıĢ Seri) 

ADF farklılaĢtırılmıĢ seri test sonucunda elde edilen test istatistiği -3565x10
-3

 olarak 

hesaplanmıĢtır. Bu değer, p-değeri ile birlikte değerlendirilmelidir. p-değeri ise 

65x10
-4

 olarak hesaplanmıĢtır. ADF testinde H0’n zaman serisinin birim kök 

içerdiğini ve dolayısıyla durağan olmadığını öne sürmektedir [71].  
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Test sonucunda elde edilen p-değeri 10
-2

'den küçük olduğundan, %1 anlamlılık 

seviyesinde H0 red durumundadır. Bu durum, zaman serisinin durağan olduğunu 

göstermektedir.  

Kritik değerler ise Ģu Ģekildedir:  

%1 anlamlılık seviyesinde kritik değer: -349x10
-2

 

%5 anlamlılık seviyesinde kritik değer: -2888x10
-3

 

%10 anlamlılık seviyesinde kritik değer: -2581x10
-3

  

Test istatistiği olan -3565x10
-3

 değeri, %1, %5 ve %10 anlamlılık seviyelerindeki 

tüm kritik değerlerden daha düĢüktür. Bu durum, test istatistiğinin kritik bölgenin 

içinde olduğunu ve H0’n reddedilmesi gerektiğini göstermektedir. Yani, zaman serisi 

%1 anlamlılık seviyesinde durağandır [73]. 

ġekil 4.4. PACF Grafiği 

 

4.2.5. KPSS Testi Sonuçları (FarklılaĢtırılmıĢ Seri): 

KPSS farklılaĢtırılmıĢ test sonucunda elde edilen test istatistiği 57x10
-3

 olarak 

bulunmuĢtur. Bu değerle birlikte p-değeri de hesaplanmıĢtır ve p-değeri 10
-1

'dir. 

KPSS testinde H0’n zaman serisinin durağan olduğunu öne sürer. Test sonucunda 

elde edilen p-değeri 10
-1

, %10 anlamlılık seviyesine eĢdeğerdir. Bu p-değeri, H0’n 

reddedilmesi için kullanılan bir kriterdir. 

Kritik değerler ise Ģu Ģekildedir: 
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%10 anlamlılık seviyesinde kritik değer: 347x10
-3

 

%5 anlamlılık seviyesinde kritik değer: 46310
-3

 

%2,5 anlamlılık seviyesinde kritik değer: 574x10
-3

 

%1 anlamlılık seviyesinde kritik değer: 739x10
-3

 

Test istatistiği olan 57x10
-3

 değeri, %10, %5, %2,5 ve %1 anlamlılık seviyelerindeki 

tüm kritik değerlerden çok düĢüktür. Bu, test istatistiği kritik bölgenin oldukça 

uzağında olduğunu ve H0’n reddedilmesinin gerekmediğini göstermektedir. Yani, 

zaman serisinin durağan olduğu sonucuna ulaĢılmaktadır [73]. 

4.2.6. ACF ve PACF Grafiklerinin Yorumlanması (FarklılaĢtırılmıĢ Seri) 

ġekil 4.3 ACF Grafiği, farklılaĢtırılmıĢ serinin ACF grafiğinde, otokorelasyonun 

büyük ölçüde azaldığı ve güven sınırları içinde kaldığı görülmektedir. 

Otokorelasyonun azalması, genellikle serinin zamanla kendisiyle olan iliĢkisinin 

zayıfladığını ve bu durumun serinin durağan olduğuna iĢaret edebileceğini 

göstermektedir. Bu durum, serinin durağan hale geldiğini göstermektedir [73].  

ġekil 4.4 ACF grafiğinde farklılaĢtırılmıĢ serinin PACF grafiğinde, AR yapıdan 

kalan birkaç gecikme dıĢında çoğu gecikmenin güven sınırları içinde kaldığı 

gözlemlenmektedir. Bu durum, serinin AR bir yapıya sahip olduğunu 

göstermektedir. PACF grafiğinin AR yapıda olması, serinin bir AR modeline uygun 

olabileceğine iĢaret etmektedir [73]. 

ARIMA modelinin tahmin sonuçları ve gerçek değerlerle karĢılaĢtırması neticesinde, 

modelin bazı dönemlerdeki ani değiĢiklikleri yeterince yakalayamadığı 

gözlemlenmektedir.  

Modelin Ortalama Kare Hatası (MSE) değeri 292x10
11

 olarak hesaplanmıĢtır.  
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4.2.7. FarklılaĢtırılmıĢ Seri ACF Grafiği:  

FarklılaĢtırılmıĢ seri ACF grafiğinde (ġekil 4.5), ilk birkaç gecikmenin güven 

sınırlarının dıĢında olduğu görülmektedir. Bu durum, serinin otokorelasyon içerdiğini 

ve trend barındırdığını göstermektedir. 

ġekil 4.5. Faklılaştırılmış Seri ACF Grafiği 

 

4.2.8. FarklılaĢtırılmıĢ Seri PACF Grafiği:  

FarklılaĢtırılmıĢ seri PACF grafiği (ġekil 4.6) incelendiğinde, ilk birkaç gecikmenin 

güven sınırlarının dıĢında olduğu görülmektedir. Bu durum, serinin otoregresif bir 

yapı içerdiğini göstermektedir. 

ARIMA değer grafiği incelendiğinde (ġekil 4.7) ise, ilk birkaç gecikmenin güven 

sınırlarının dıĢında olduğu görülmektedir. Bu durum, serinin otokorelasyon içerdiğini 

ve eğilim barındırdığını göstermektedir. 
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ġekil 4.6. Farklılaştırılmış Seri PACF Grafiği 

 

ġekil 4.7. ARIMA Değer Grafiği 

 

4.3. SARIMA Yöntemi:  

SARIMA Değer Grafiği incelendiğinde (ġekil 4.8), modelin mevsimsellik ve 

eğilimleri daha iyi yakaladığı fark edilmektedir.  

Ancak, modelin MSE değeri 512x10
11

 olarak hesaplanmıĢtır. 
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ġekil 4.8. SARIMA Değer Grafiği 

 

4.4. Facebook Prophet Sonuçları  

Facebook Prophet tahmin grafiği (ġekil 4.9) incelendiğinde, turuncu kutucuk 

içerisinde gösterilen alan tahminleri, önceki kısımlar ise gerçek değerleri 

göstermektedir.  

ġekil 4.9. .Facebook Prophet Tahmin Grafiği 
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Şekil 4.10. Facebook Prophet Eğilim Grafiği(Gelecek) 

 

ġekil 4.10'da ortalama su tüketiminin yıl içerisindeki dağılımı sunulmuĢtur. Buna 

göre en yüksek tüketimin yılın en sıcak dönemi olarak kabul edilen Temmuz-

Ağustos döneminde gerçekleĢtiği görülmektedir. Su talebindeki bu artıĢ, bu 

dönemdeki insan ihtiyaçları, tarımsal faaliyetler ve diğer kullanım alanları gibi çeĢitli 

faktörlerle iliĢkilendirilebilir. En düĢük tüketimin olduğu dönemin Kasım-Aralık 

olduğu görülmektedir. Bu dönemde su tüketimindeki önemli azalmanın, esas olarak 

Kayseri'de tarımsal üretimin neredeyse durmasından kaynaklandığı 

değerlendirilmektedir. 

ġekil 4.11. Aylık Bazda Su Tüketim Eğilimi Grafiği   

 

Analiz sonuçları yaklaĢık 2x10
7
'lik bir MAE değeri ve yaklaĢık 2x10

3  
'lük bir 

Ortalama Mutlak Yüzde Hata (MAPE) değeri göstermektedir. 
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4.5. Korelasyon Analizi Sonuçları  

Grafikte dikkat çeken diğer nokta ise su talebinin yıllar itibarıyla sürekli artmasıdır. 

Bu eğilimi ġekil 4.12'daki sunulan yıllık bazda su tüketim eğilim grafiğinde görmek 

mümkündür. Bu durum bizi ilgili döneme ait nüfus rakamlarını araĢtırmaya 

yöneltmiĢtir. Bu nedenle nüfus ile su tüketimi arasındaki iliĢkiyi hesaplamak için 

ilgili yılları kapsayan Kayseri nüfus verileri ele alınmıĢtır. 

ġekil 4.12. Yıllık Bazda Su Tüketim Eğilimi Grafiği   

 

Su tüketim eğilimi grafiği (ġekil 4.11) incelendiğinde, su talebinin yıllar içinde 

istikrarlı bir Ģekilde arttığı gözlemlenmiĢtir. Bu artıĢın ana nedeninin nüfus 

olabileceği değerlendirilmiĢtir. Su tüketim talebi ile nüfus büyüklüğü arasındaki 

iliĢki incelenmiĢtir. Korelasyon analizinde, korelasyon katsayısı pozitif yönde 

yaklaĢık olarak 68x10
-2

 olarak bulunmuĢtur. 68x10
-2

'lik bir korelasyon değeri, iki 

değiĢken arasında güçlü bir doğrusal iliĢki olduğunu göstermektedir.  Bu oran, nüfus 

büyüklüğü ile su tüketim talebi arasında güçlü bir iliĢki olduğunu göstermektedir, 

ancak tek faktörün bu durum olmadığını da göstermektedir. Dolayısıyla, tüketim 

talebindeki artıĢ ile tarım gibi Ģehir genelinde yapılan faaliyetler arasındaki iliĢkilerin 

de incelenmesi gerektiği sonucuna ulaĢılmaktadır.   
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SONUÇ 

Su talep tahmini, su kaynaklarının azaldığı ve su sıkıntısının büyük kentlerde arttığı 

günümüzde kritik bir öneme sahiptir. Su kaynaklarının etkili ve sürdürülebilir bir 

Ģekilde yönetilmesi için, merkezi ve yerel su kuruluĢlarının geleceğe yönelik doğru 

tahminler yapabilmesi çok önemlidir. Su talebini oluĢturan sosyo-ekonomik ve 

iklimsel faktörlerin kapsamlı bir Ģekilde incelenmesiyle bu tahminler 

doğrulanabilmektedir.  

Su talep tahminlerinde genellikle temel ve mevsimsel tüketimler üzerinde 

durulmaktadır. Temel tüketim, hava koĢullarından bağımsız olarak sabit olan su 

tüketimidir. Mevsimsel tüketim ise hava koĢullarına göre değiĢkenlik gösterir ve 

yağıĢ miktarı gibi faktörlere bağlı olarak dalgalanmalar göstermektedir. Bu nedenle, 

yerel su kuruluĢlarının bu iliĢkileri anlamak için çalıĢmalar yapmaları, hem tüketici 

davranıĢlarını hem de doğru tahminlerin yapılmasını sağlayacaktır.  

Ülkemizde su talep tahminiyle ilgili yapılan çalıĢmaların az olduğu göz önünde 

bulundurulduğunda, akademisyenler ve araĢtırmacıların bu alanda daha fazla çalıĢma 

yapması gerekmektedir. Su talebinin anlaĢılması, farklı tahmin yöntemlerinin 

uygulanması ve bu yöntemlerin karĢılaĢtırılması, su talebi yönetimi için kritik öneme 

sahiptir. Bu çalıĢmalar, su kaynaklarının daha etkin ve ekonomik bir Ģekilde 

yönetilmesine katkı sağlayacaktır.  

Su sıkıntılarına karĢı stratejiler geliĢtirilmesine yardımcı olacaktır. Su talep 

tahminleri planlanırken, kullanım amaçlarına, tahmin modeli tiplerine ve güvenilirlik 

seviyelerine göre uygun dönemlerin seçilmesi çok önemlidir. Bu Ģekilde, tahminlerin 

doğruluğu artacak ve alınacak kararlar daha güvenilir temellere dayanacaktır. 
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Sonuç olarak, su talep tahminleri su kaynaklarının etkin yönetimi, su israfının 

önlenmesi, su fiyatlandırmasının düzenlenmesi gibi birçok alanda strateji 

oluĢturulmasında önemli bir rol oynamaktadır ve bu alandaki çalıĢmaların artması 

gereklidir. 

Bu tez çalıĢması kapsamında, 2000-2021 yılları arasında KASKĠ'den elde edilen 

Kayseri Ģehri su tüketimi verilerini analiz etmeyi ve geleceğe yönelik tahminler 

yapmayı amaçlamıĢtır. Veri kümesi incelendiğinde, su talebinin yıllar içinde istikrarlı 

bir Ģekilde arttığı gözlemlenmiĢtir. Bu artıĢ çeĢitli faktörlere bağlanabilir.  

Facebook Prophet, zaman serisi analizi için güncel ve etkili bir yöntem olarak öne 

çıkmaktadır. Tez çalıĢması kapsamında ARIMA ve SARIMA modelleri birlikte 

incelenirken, Facebook Prophet ayrı bir değerlendirme konusu olmuĢtur. Yapılan 

deneyler sonucunda, ARIMA modelinin ani değiĢiklikleri yeterince iyi 

yakalayamadığı, SARIMA’nın ise mevsimsellik ve eğilimleri baĢarıyla tespit ettiği 

gözlemlenmiĢtir. Bununla birlikte, Ortalama Kare Hatası kıyaslamalarında ARIMA 

modelinin daha baĢarılı sonuçlar verdiği ortaya çıkmıĢtır [73]. 

Facebook Prophet ile yapılan analizler, hem yıllık hem de aylık bazda değerlendirme 

imkânı sunmuĢtur. Analizler sonucunda, su tüketiminin yıllar içinde sürekli bir artıĢ 

gösterdiği belirlenmiĢtir. Bu artıĢın altında yatan nedenler arasında artan nüfus oranı 

dikkate alınarak, su tüketimi ile nüfus arasındaki korelasyon ortaya konmuĢtur. Elde 

edilen korelasyon değeri, artan su talebinin yalnızca artan nüfustan 

kaynaklanmadığını, aynı zamanda tarım, meteorolojik koĢullar gibi diğer faktörlerin 

de su talebi üzerinde etkili olabileceğini göstermektedir. Bu durum, su talebinin 

dinamik yapısının daha kapsamlı bir analiz gerektirdiğini göstermektedir [73]. 

Korelasyon analizinde, su tüketim talebi ile nüfus büyüklüğü arasındaki iliĢki 

incelenmiĢtir. Korelasyon katsayısı pozitif yönde yaklaĢık olarak 0.68 olarak 

bulunmuĢtur. Bu oran, nüfus büyüklüğü ile su tüketim talebi arasında güçlü bir iliĢki 

olduğunu göstermektedir, ancak bu tek faktör olmadığını da göstermektedir. 

Dolayısıyla, tüketim talebindeki artıĢ ile tarım gibi Ģehir genelinde yapılan faaliyetler 

arasındaki iliĢki incelenebilmektedir.  
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Yıl içindeki eğilimlere bakıldığında, su tüketiminin en yüksek olduğu dönemin 

Temmuz-Ağustos ayı olduğu görülmektedir. Bu durum, Ģehirdeki en yüksek 

ortalama sıcaklıkların bu dönemde olmasıyla kolayca açıklanabilir. Ayrıca, 

Kayseri'nin iklim yapısına göre, en fazla tarımsal sulama dönemi de bu zaman 

dilimine denk gelmektedir.  

Yıllık kullanımın en az olduğu dönem Kasım-Aralık aylarıdır. Tarımsal sulamanın 

neredeyse olmadığı bu döneme denk gelen en düĢük talep, tarımsal sulamanın diğer 

faktörlere kıyasla su tüketim talebi üzerinde daha büyük bir etkiye sahip 

olabileceğini gösterebilir. 
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